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Capitulo 1

Introducao

O objetivo desse mini-curso é apresentar um tutorial sobre andlise estatistica
para simuladores. Simuladores, também chamados modelos computacionais,
sao usados em quase todas as areas da ciéncia e tecnologia. Um experi-
mento computacional envolve rodar o simulador em diferentes valores de
entrada (inputs) com o objetivo de aprender sobre o sistema fisico. Ape-
sar dos desafios estatisticos derivados dos experimentos fisicos serem bem
conhecidos, os desafios derivados dos experimentos computacionais sao, de
certa forma, diferentes e somente recentemente comecaram a ser estudados
por estatisticos. Métodos para quantificar, analisar e reduzir incerteza na
aplicacao de experimentos computacionais tém atraido a atencao de usuérios
de simulacao, e nesse curso nds iremos descrever os desafios enfrentados e
introduzir algumas das metodologias para lidar com essas questoes.
Alguns dos desafios que iremos discutir incluem

e Limitacao dos recursos computacionais - se o nosso simulador leva um
tempo nao trivial para rodar, nés estaremos limitados ao ntimero de
rodadas que podemos considerar (conhecido como incerteza no cédigo)

e Administracao do erro no modelo - como podemos passar de suposicoes
sobre o modelo (i.e., ‘dado que um modelo é verdadeiro, nossa previsao
é...") para fazer suposicoes sobre o sistema fisico (i.e. ‘nossa previsao
é...%).

e Andlise de incerteza/sensibilidade - se existe incerteza sobre os inputs
do simulador, como isso afetard nossa incerteza sobre o output?

e Calibragao - como aprendemos sobre parametros desconhecidos?
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Uma das principais idéias consideradas nesse curso é a meta-andlise. Se
podemos construir uma representacao estatistica do simulador que é rapida
de rodar, conhecida como emulador, entao ndés podemos usar o emulador
no lugar do simulador para a analise. Processos gaussianos sdo a principal
ferramenta usada para meta-analise. Num contexto bayesiano, esses proces-
sos fornecem um método semi-paramétrico flexivel para representar nossos
julgamentos sobre os outputs do simulador. Condicional num conjunto de
rodadas do simulador, nds construimos um processo gaussiano que pode ser
usado como um substituto do simulador. Dessa forma, alguns dos desafios
citados acima podem ser solucionados sem mais rodadas do simulador.

O contetddo do curso serd dividido ao longo dos trés dias da seguinte
forma: no primeiro dia, nds iremos introduzir a area de experimentos com-
putacionais e descrever como construir emuladores baseados em processos
gaussianos; no segundo dia, nés iremos lidar com alguns dos desafios lista-
dos acima, incluindo andlise de sensibilidade, planejamento de experimen-
tos, e calibracao; e no ultimo dia, nds iremos apresentar alguns trabalhos
em desenvolvimento nesta area, incluindo a area de computacao bayesiana
aproximada que tém crescido muito rapidamente.

1.1 Introducao a simuladores

Simuladores, também conhecidos como modelos computacionais, sdo repre-
sentagOes matematicas de um sitema real implementadas num computa-
dor. Assume-se que o simulador, representado por 7(:), é uma fungao
de um conjunto de inputs denotados por x = (z1,...,2p) € x C R?,
com o output representado por y € . Um experimento computacional
é um conjunto de rodadas do simulator em diferentes valores dos inputs,
(11 = n(x1),.-.,yn = N(xy)). Experimentos computacionais tém sido us-
ados para investigar sistemas do mundo real em quase todas as areas da
ciéncia e tecnologia. Existem situagoes onde o experimento computacional
é possivel quando o experimento fisico é impossivel. Por exemplo, o niimero
de inputs pode ser muito grande para realizacao do experimento fisico, o
custo para realizar o experimento pode ser muito alto, ou o experimento
fisico é anti-ético.

O uso de experimentos computacionais datam de 1940 nos Laboratérios
nacionais de Los Alamos para estudar o comportamento de armas nucle-
ares. Em 1944', houve uma investigacio quantitativa da hidrodinamica de

!Capitulo 4, Los Alamos: Revisdo técnica até agosto de 1944, disponivel em http:
//www.fas.org/sgp/othergov/doe/1anl/00795708. pdf
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uma implosao nuclear onde maquinas de calculo da IBM foram usadas para
resolver equacoes diferenciais parciais da hidrodinamica de implosoes.

Sao muitos os exemplos de desenvolvimento cientifico e tecnolégico que
foram conduzidos usando experimentos computacionais. Em ciéncia climéatica,
Zickfeld et al. (2004) apresentam um modelo de baixa ordem para a cir-
culacdo térmica no Atlantico que é capaz de reproduzir muitas caracteristicas
do comportamento de modelos para a circulagao distribuicao regional e
taxa de mudanca climdtica. Randall et al. (2007) avaliou a capacidade
e limitagdes de modelos de clima global usando o IPCC (Intergovernmen-
tal Panel on Climate Change). Em cosmologia, Benson et al. (2001) usou
um modelo computacional complexo para entender o processo responsavel
pela formacao e evolucao das galdxias. Em engenharia de protecao contra
incéndios, McGrattan et al. (2007) apresenta um simulador da dinamica de
incéndios usado para entender a dinamica do fogo durante um incéndio us-
ando as soluges nimericas de uma equagao Navier-Stokes apropriada para
velocidades baixas, fluidos comandados por fogo e transporte de calor de
incéndios.

1.2 Definindo simuladores e emuladores

Simuladores s@o geralmente modelos deterministicos de entrada e saida (input-
output), onde rodar o simulador novamente para o mesmo valor do input
sempre resulta no mesmo output. Entretanto, o valor do output é desco-
nhecido antes de rodarmos o simulador para um conjunto de inputs par-
ticular. Num contexto bayesiano, incerteza sobre o output do simulador,
também chamada de incerteza do cddigo, pode ser expressa por um pro-
cesso estocastico. O resultado é uma representacao estatistica do simu-
lador, conhecida como emulador. Emuladores foram desenvolvidos no final
da década de 1980 por experimentadores computacionais, e.g. Currin et al.
(1988, 1991) e Sacks et al. (1989b). O’Hagan (1978) descreve como usar um
processo gaussiano para representar uma funcao desconhecida, e os proces-
sos gaussianos sao a principal ferramenta para construir um emulador que
represente as nossas crengas sobre o simulador.

1.3 Emuladores gaussianos

Um emulador é uma distribuicao de probabilidade que representa a incerteza
do simulador, onde o simulador é visto como uma funcao matematica des-
conhecida. Apesar do simulador ser, em principio, conhecido, nés estamos
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incertos sobre o output do simulador para um valor nao usado do input. Sob
o ponto de vista bayesiano Kimeldorf and Wahba (1970) e O’'Hagan (1978)
usam processos gaussianos para descrever o comportamento de uma fungao
matematica desconhecida. Nos anos 1980, foi introduzida a idéia fundamen-
tal de construir um emulador usando processos gaussianos, num contexto
nao bayesiano por Sacks et al. (1989b) e num contexto bayesiano por Currin
et al. (1988, 1991). Nos revisamos as principais idéias de emuladores gaus-
sianos sob o ponto de vista bayesiano. Para o ponto de vista frequentista,
veja também Santner et al. (2003, section 3.3).

Assume-se que o simulador, representado por 7(-), é uma fungao de um
conjunto de inputs denotados por x = (z1,...,2p) € X1 X -+ x X, =X C
RP, com o output representado por y € R. Com o objetivo de construir
um emulador gaussiano, a incerteza sobre o simulador é descrita como um
processo gaussiano com uma fungao de média m(-), e fungao de covariancia
V(-,-). Formalmente, se n(-) é um processo gaussiano entao para cada n =
1,2,... a distribuigao conjunta de n(x1),...,n(Xy) é normal multivariada
para todo x1,...,%X, € X. A funcao de média m(-) pode ser qualquer funcao
de x € X, mas V(-,-) deve satisfazer a propriedade de que cada matriz de
covariancia com elementos {V'(x;,x;)} deve ser nao negativa definida.

Nossas crengas a priori sobre o simulador 7(-) sdo representadas por um
processo gaussiano com média mg(-) e fungao de covariancia Vy(-,-). Usando
essa formulacao,

n()’ﬂa 0-2¢5NGP (mO()7‘/0(a))’ (11)

onde a funcao de média mg(-) é dada por
mo(x) = h(x)T3, (1.2)

onde h(-) : x € RP —— R? é uma funcao desconhecida dos inputs, onde ¢
pode ser diferente da dimensao do espaco dos imputs p, e 6 é um vetor de
coeficientes desconhecidos. A funcao h(-) deve ser escolhida para incorporar
qualquer conhecimento a priori sobre a forma de 7(-).

A escolha de h(-) depende das crengas a priori sobre o simulador. O
caso mais simples é obtido quando ¢ = 1 e h(x) = 1 for all z. Entao a
funcao de média é m(x) = 3, onde agora 3 é um hiperparamétro escalar
representando uma média global desconhecida do output do simulador. Essa
escolha expressa nenhum conhecimento a priori sobre como o output vai
responder a variagdes no input. Outro exemplo simples é h(x)T = (1,x),
de forma que ¢ = 1 + p, onde p é o numero de inputs. Entao m(x) =
Bo + Bix1 + ... + Bpxp 0 que expressa uma expectativa a priori de que o
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output do simulador irda mostrar uma tendéncia em resposta a cada um
dos inputs, mas nao hd nenhuma informacao a priori sugerindo qualquer
nao-linearidade nessas tendéncias. Se houver uma crencga a priori de nao-
linearidade da resposta, entao termos quadraticos ou polinomiais podem ser
introduzidos em A(-). Neste texto, nossas crengas a priori para o simulador
sdo representadas por uma média linear m(x) = fo + f1z1 + ... + Bpxyp.

A fungao de covariancia Vy(-,-) é dada por

Vo(x,x') = 02Cs(x,x'), (1.3)

onde ¢ é um parametro de escala desconhecido, e Cs(-,-) é uma funcio de
correlacao conhecida com vetor de parametros de correlacao desconhecidos
0. A funcao de correlagao escolhida Cs(-,-) deve garantir que a matriz de
covariancia de qualquer conjunto de inputs é nao negativa definida.

Funcoes de correlagao

Uma fungdo de correlagdo Cs(x,x’) representa a correlagdo entre os out-
puts do simulador nos inputs x e x’ com paramétro de correlacao §. Em
analise estatistica para simuladores é comum usar fungoes de correlagao
estaciondrias. NOs dizemos que uma funcao de correlacao C(-,-) é esta-
ciondria se C(x,x') = R(x — x'), e dizemos que a fungio é isotrépica se
C(x,x') = R(|lx - ¥/|):

Uma familia de funcgoes de correlagdo que é muito usada na literatura
na especificacdo de um processo gaussiano é a funcao de correlacdo poder
exponencial,

Cs(x,x') = exp{—|(x — x)/01|%2}, for {x,x'} € X (1.4)

onde §; > 0, e d2 € (0,2]. Se da = 2 entao Cs(-,-) é a fungao de correlacao
exponencial quadratica, também conhecida como funcao de correlacao gaus-
siana. Uma extensdo dessa familia é a versdo separavel em dimensao p da
funcao de correlacao exponencial poténcia,

Cs(x,x") —exp{ Z] ;— %) /6 ]‘SP“} (1.5)

onde §; > 0, e 6pq; € (0,2] para i = 1,...,p. Como um caso especial,
a versao separavel em dimensdo p da funcdo de correlagao exponencial

quadratica é
Cs(x,x") —exp{ Z| i — )/ |2} (1.6)
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onde os parametros § = (41, ..., 0p) sdo chamados parametros de alcance da
correlacdo. Essa formula mostra a funcao de cada parametro de alcance da
correlagao ¢;. Quanto menor o seu valor, mais préximos x; e X, devem estar
para que os outputs em x e x’ sejam altamente correlacionados. Valores
grandes (pequenos) de §; significam que os valores dos outputs sao correla-
cionados em um grande (curto) intervalo do i-ésimo input z;. Alguns autores
usam uma paramleteriza(;éo diferente para os parametros de correlagao, por

exemplo, 0; = 5; 2 onde 6; é chamado parametro de suavidade.

Outras funcoes de correlagao, como a linear e a ciibica sao apresentadas
em Currin et al. (1991). Para mais detalhes sobre fungoes de correlagao
para processos gaussianos, veja Cressie (1993), Santner et al. (2003), and
Rasmussen and Willians (2006). No texto, nds usamos a versao em dimensao
p da funcao de correlagdo exponencial quadrética (1.6) com parametros de
correlacao descritos pelo alcance da correlacao.

Dados de treinamento

Suponha que y = [y1 = n(x1),...,Yn = 1n(x,)] contém n valores do output
do simulador em pontos do planejamento Xi,...,X, no espaco dos inputs
Xx. Esses dados sao chamados dados de treinamento. Os pontos do
planejamento sao escolhidos de forma a cobrir todo o espago dos inputs.
Chapman et al. (1994) sugerem que o tamanho da amostra dos dados de
treinamento deve ser pelo menos dez vezes a dimensao do espago dos inputs,
i.e., n = 10d. Recentemente, Loeppky et al. (2009) mostram que n = 10d é
uma regra razoavel para experimentos iniciais.

Planejamento para construgao de emuladores

No processo de construcao de um emulador, nés precisamos resposder a
seguinte questao: Em quais valores mo espago dos inputs devemos rodar o
simulador de forma a minimizar nossa incerteza com respeito ao simulador?
Para responder essa questao, varios planejamentos para modelos computa-
cionais devem ser desenvolvidos.

O caso mais simples é uma amostra aleatoria da distribuicao uniforme no
espago dos inputs. Figura 1.1 (a) ilustra o planejamento aleatério simples
de tamanho 10 na regido X = [~1,1]2. O problema com esse método é
que algumas regides do espago dos inputs podem ser completamente nao
cobertas. No nosso exemplo, Figura 1.1 (a), vemos que valores pequenos de
X1 nao sao cobertos.
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McKay et al. (1979) propéem amostragem do tipo hipercubo latino para
escolher inputs para o simulador. O hipercubo latino garante que cada input
é bem representado no planejamento. Figura 1.1 (b) ilustra um hipercubo
latino de tamanho 10 da regido X = [—1,1]2. Nés vemos que marginalmente,
ambos os espacos de varidveis do input sao bem cobertos.

-1.0 -0.5 0.0 0.5 1.0 -1.0 -0.5 0.0 05 1.0
X1 X1

(a) (b)

Figura 1.1: Planejamentos baseados em amostragem com 10 elementos e
2 dimensdes na regido X = [—1,1]%: (a) Amostra aleatéria uniforme; (b)
Amostra de hipercubo latino.

Na Sec¢ao 2.1, nds discutimos o problema de planejamento e apresentamos
outros planejamentos para construcao de emuladores tais como planejamen-
tos baseados em distancias, planejamentos 6timos, planejamentos em grade
(lattice design) e planejamentos nao aleatdrios.

Atualizando o processo a priori

De acordo com (1.1) a distribui¢ao dos outputs é normal multivariada:

y|5, 02,6 ~ N, (Hﬁ, O’QA) , (1.7)
onde
H = [h(x1),..., h(xn)]T, (1.8)
e A é a matriz com elementos
A = Cs(x4,x5). (1.9)

Usando propriedades conhecidas da distributicao normal multivariada,
pode-se mostrar que

n(-)18.0%,8,y ~ GP (mi(-), V5 (-,-)) (1.10)
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onde

mi(x) = h(x)'f+t5(2)" ANy ~ HP),
Vi(z,2') = o*[Cs(z,2') — t(;(x)TAflt(;(x/)] ,

onde t5(z) = (Cs(z,%1),...,Cs(z,x,))T.

Usando uma priori nio informativa para (3, 0?), p(8,02) o 0~2, combi-
nando com (1.7), usando o teorema de Bayes, a posteriori para (3,02) é a
distribuicao gamma normal inversa, caracterizada por

Bly, 0% ~ N(3,02 (HTA‘lH)*l) (1.11)

-2

onde § = (HTA_lH)f1 HTA ly e

— —qg—2)52
oAly, 6 ~ InVGam<n2q,(n q2 )o ), (1.12)

T(at At (HTAT ) HTATY )y

n—q—2
Integrando 3 do produto (1.10) e (1.11), pode-se mostrar que

onde 52 =

77(')\}’70275N GP (m1(~),V1*(-,-)), (1'13)
onde
m(w) = h(sc)TB +io(e) A7y — HD) (1.14)
Vif(z,2') = 2 [C ) —ts(x )TA*It(;(m’)

+ (W) — ts(z)TATH) (HT AT H) ™ (h(2') — t(;(x’)TAflf@.ﬂs)

Emulador t-student

O emulador t-student é obtido integrando o2 do produto (1.12) e (1.13), e
é dado por

n(-)|y,d ~ Processo t-student (n — ¢, m1(-), Vi(+,-)), (1.16)

onde
mi(z) = h(@)'5+ts(z)T A (y — HP), (1.17)
2 [Cs(w,2) — ts(x)T A" g(2))

Vi(z,2') = &
(h(z) — ts(x)T AT H) (HT A H)™! (h(2) - t(;(z’)TAflf@.li%)
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y' (A7t = Atm (HT A7 ) T HT Ay

onde 3 = (HTA_IH)_1 HT A lye5? = 5
n—q-—

De forma andloga ao processo gaussiano, se 7(+) é um processo t-student

entao para cada m = 1,2,... a distribui¢do conjunta de n(x1),...,n(Xm) é
t-student multivariada para todo x1,...,xX,, € X.

Inferéncia para o alcance da correlagao

O vetor de parametros de correlagdo § é desconhecido. Uma distribuicao
a priori para 0 deve ser especificada. Considere p(d) como a distribui¢ao a
priori para §. A densidade a posteriori é obtida via

poly) x () / / p(y18,0%, 8)p(B, 0)dBdo>

x p(8)|A| 2| HT AT H T2 (%) (1.19)
onde A e 62 sao fungdes de 6. Paulo (2005) apresenta prioris de referéncia
para os parametros de alcance da correlacao.

Uma analise completamente bayesiana deve integrar o alcance § do pro-
duto de densidades em (1.16) e (1.19). A distribuigao a posteriori de ¢ é
intratdvel, mas métodos bayesianos aproximados podem ser aplicados, tais
como aproximacao de Laplace (Lindley 1980). Métodos de Monte Carlo
via Cadeia de Markov (MCMC) podem ser usados para uma anélise com-
pletamente bayesiana como em Bayarri et al. (2007), mas esses métodos
exigem métodos computacionais intensivos. Alternativamente, 0 pode ser
estimado da distribuicao a posteriori p(d]y), ou da verossimilhanga p(y|J), e
entao procedemos a analise como se essas estimativas fossem os valores ver-
dadeiros. Essa abordagem é chamada the plug-in approach. Estimativas
de 0 sdo mais frequentemente escolhidas usando um método de otimizacao
para achar a moda a posteriori (Sacks et al. 1989b; Currin et al. 1991).

1.4 Exemplos

Exemplo 1.4.1 (Exemplo em 1D) Considere o simulador dado pela fung¢ao
n(x) = 54z +cosz.

Figura 1.2 apresenta a fungao usada como simulador com alguns dados
de treinamento, os quais sao usados para construir o emulador.
Nés assumimos que o simulador representa um processo gaussiano como

em (1.1). A distribui¢do a priori (3,02,8) é p(B,02%,8) o o 2p(d), onde
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Figura 1.2: Simulador do exemplo 1.4.1 com alguns dados de treinamento
dados por e.

§ segue uma distribuicdo log Normal com parametros u = 0 e o2 = 100.
A razdo da escolha desta priori log normal é que ela é uma distribuicao
prépria porém nao informativa. Portanto, condicional aos dados de treina-
mento (Figure 1.2) e em uma estimativa do alcance da correlagao, nossas
crengas sobre o simulador podem ser descritas por (1.16). A Figura 1.3 ap-
resenta alguns emuladores t-student condicionais aos dados de treinamento
e diferentes valores para o alcance da correlagdo, §. Note que para todos os
casos, o simulador estd contido nos intervalos de credibilidade de 95%.

A figura 1.3 (a) apresenta o caso independente, i.e. quando 6 = 0.
Note que o valor esperado do emulador avaliado em inputs nao observados
é representado pela reta de regressao ajustada aos dados de treinamento,
e os tamanhos dos intervalos de credibilidade para a maioria dos inputs
sao os mesmos. Este emulador é sub-confiante. A figura 1.3 (b) apresenta
o caso onde § = 1. Nés assumimos que existe alguma correlacao entre
outputs para inputs préximos entre si. Nés observamos que previsoes para
inputs préximos a dados de treinamento tem pequenos intervalos de 95% de
credibilidade, por outro lado, o tamanho dos intervalos de credidibilidade
aumenta a medida que aumentamos a distancia entre o ponto que queremos
prever e o dado de treinamento mais préximo. Agora nds estamos mais
confiantes para este emulador do que para o caso independente. A figura
1.3 (c) apresenta o caso onde § = 2. Agora, a correlacdo entre outputs
para inputs proximos é significativamente maior. Portanto, o tamanho dos
intervalos é menor. NO&s estamos mais confiantes do que estavamos para
os emuladores anteriores. Entretanto, nds precisamos justificar o uso de
um alcance de correlacao desse tamanho. Nés poderidmos ir aumentando
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o alcance da correlagao, mas nés irfamos ser super confiantes a respeito do
comportamento do simulador e fazer algumas previsoes erradas.

()
()

x x x

(a) 6 =0 (b) §=1 (c) 6 =2

Figura 1.3: Emulador t de Student condicionado aos dados de treinamento
e diferentes valores para o alcance da correlacao.

Nos estimamos o alcance da correlacao § de sua distribuicao a posteriori,
equagao (1.19), usando como priori uma distribuicao log Normal(0,100). A
moda da posteriori é dada por 6 = 3.857041. A Figura 1.4 (a) mostra as
distribuigoes a priori e a posteriori para d. A distribuicao a priori para § é
nao informativa. O emulador t-student usando 6 como o valor verdadeiro
do alcance da correlacao ¢é apresentado na Figura 1.4 (b). Notamos que as
previsoes sao precisas com pequenos intervalos de credidibilidade de 95%.
A diferenga entre o simulador e o valor esperado do emulador é apresentada
na Figura 1.4 (c¢). Agora, podemos ver claramente os intervalos de 95% de
credibilidade. Embora as previsoes do emulador paregam perfeitas na Figura
1.4 (b), quando olhamos para a diferenca entre os outputs do simulador e o
valor esperado do emulador, o emulador parece ser sub confiante.

Exemplo 1.4.2 Suponha que o simulador seja a sequinte fun¢do matemdtica

,L) (2300x§ + 190027 + 209221 + 60

ag) = (1— . (1.20
n(z1, 22) ( ¢ 10023 + 50022 4 41 + 20 ) 20

onde (z1,22) € (0,1)2. Este é um exemplo usado no programa GEM-SA?.

Usando os dados de treinamento, nés estimamos o alcance da correlacao
maximizando a funcio (1.19). As estimativas sio (31,d2) = (0.2421,0.4240),
indicando que o simulator é mais suave com respeito ao segundo input do
que com O primeiro.

20 programa GEM-SA est4 disponivel em http://ctcd.group.shef.ac.uk/gem.html.
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n(x)

109(p(8))
(9 -E(ly)

(a) (b) ()

Figura 1.4: Exemplo 1.4.1: (a) Distribuicdo a priori e posteriori para o
alcance da correlagao; (b) Emulator t de Stuendt conditional aos dados de
treinamente e a moda a posteriori de d; (c) Diferenga entre o simulador e o
emulador esperado com intervalos de credibilidade de 95%.

Usando os dados de treinamento e as estimativas para o alcance da cor-
relacao, nds construimos o processo t-Student, dado em (1.16), e outouts
para o simulador foram preditos em uma grade com 20 x 20 pontos sobre o
espaco de inputs. A Figura 1.6 (a) mostra o valor esperado do emulador and
(b) os desvios padroes aplicados sobre a grade de pontos. Visualmente, o
emulador usando 20 dados de treinamento é capaz de capturar as principais
caracteristicas do simulador. Note que o eixo dis outputs nas Figuras 1.5
(a) and 1.6 (a) estdo na mesma escala. Os desvios padrao, como esperado,
sao pequenos préoximos aos dados de treinamento, e maiores a medida que
se distanciam dos dados de treinamento, onde existe pouca informacao.
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X2

Figura 1.5: Exemplo 1.4.2: (a) Simulador aplicado ao espaco de inputs; (b)
Dados de treinamento.

X2

Figura 1.6: Emulador t de Student usando os dados de treinamento: (a)
média do emulador; (b) desvio padrao do emulador.
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Capitulo 2

Usando emuladores

Nessa secao, abordamos os desafios encontrados em experimentos computa-
cionais. Emuladores podem ser usados em muitos desses casos para tornar
a andlise tratavel. Boa parte do material usado neste capitulo foi tirada do
excelente toolkit produzido pelo projeto MUCM. O endereco eletronico das
paginas relevantes é dado ao longo do texto.

2.1 Planejamentos para construir emuladores

Uma vez que o comportamento dos simuladores é desconhecido, se faz neces-
sdrio obter planejamentos que trazem informacgao a respeito do output do
simulador em qualquer ponto do espaco dos inputs. Previsoes para o sim-
ulador sao feitas usando emuladores que representam nossos julgamentos
probabilisticos a respeito dos simuladores. Planejamento e previsao para
simuladores foram inicialmente abordados na literatura por Sacks et al.
(1989a,b).

Para construir um emulador, precisamos rodar o simulador em difer-
entes pontos do espago dos inputs. O processo de escolher estes pontos é o
problema de planejamento considerado aqui. O planejamento mais simples
usa amostragem uniforme, onde amostramos de uma distribui¢ao uniforme
sobre o espaco dos inputs. Um problema com este método é que algumas
regioes do espaco dos inputs podem nao ser representadas. Uma maneira de
resolver isso é usando amostragem estratificada, onde o espago dos inputs
¢ particionado em J estratos disjuntos, Xj, e em cada estrato uma amostra
aleatéria uniforme de tamanho n; é selecionada. Usando a amostragem es-
tratificada , todas regides do espaco dos inputs X estao representadas pelos
> ;nj inputs selecionados.

15



16 CAPITULO 2. USANDO EMULADORES

O output do simulador pode, na pratica, depender somente de alguns in-
puts, nesse caso nds queremos garantir que os valores selecionados estejam
bem distribuidos nestes fatores. Um planejamento que distribui os pontos
igualmente atravéz do espaco de inputs nao necessariamente tem essa pro-
priedade. O hipercubo latino é um planejamento tal que uma projecao do
conjunto de pontos em uma das dimensoes tem pontos uniformemente dis-
tribuidos nessa dimensao. Na proxima secao nés vamos introduzir os hiper-
cubo latinos. Nés também apresentaremos outros planejamentos que dis-
tribuem os pontos uniformemente no espaco dos inputs chamados de plane-
jamentos baseados em distancias. E finalmente, nés mostraremos alguns
planejamentos nao aleatdrios usados em integragao numeérica.

2.1.1 Hipercubo latino

O uso de hipercubo latinos é popular em experimentos computacionais
(Santner et al. 2003). Essa popularidade é atribuida a duas razoes. Primeiro,
hipercubo latinos sdo simples de serem gerados. Segundo, em um hipercubo
latino as observacoes sao uniformemente distribuidas para cada input.

McKay et al. (1979) propos o hipercubo latino como alternativa a amostragem
aleatéria simples em um estudo de Monte Carlo. Hipercubo latino garante
que marginalmente, o espago amostral de cada input é bem coberto. Stein
(1987) mostrou que, assintoticamente, a variancia do valor esperado do
output do simulador é menor que a variancia obtida usando amostragem
aleatoéria simples. Stein também propos um método para produzir hiper-
cubos latinos quando os inputs sdo dependentes. Aqui, ndés assumimos que
todos inputs sao independentes.

O seguinte procedimento descreve como obter um hipercubo latinos, X.

Seja B uma matriz n x p, onde cada coluna de B é uma permutacao
aleatéria e independente de {1,2,...,n}. Seja U;; (i = 1,2...,n, j =
1,2...,p) np varidveis aleatdrias independentes uniformemente distribuidas
em (0, 1) que também sao independentes de B. Entao o j-ésimo elemento
do i-ésimo input é dado por

Bz‘j + Uij

n

Xij =

Note que se o espago dos inputs é [a, b|P, uma transformagao simples pode
ser usada.

Embora o hipercubo latino represente bem todos os inputs de forma
marginal, nao existe garantia que tenha boas propriedades de preenchimento
do espago (space-filling).
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2.1.2 Planejamentos baseados em distancias

Planejamentos baseados em distancias dependem de medidas de distancia
que quantificam quao uniformemente distribuidos estao as observagoes. Seja
X C X um planejamento qualquer consistindo dos pontos {x1,x2,...,Zn}.
Seja dist uma medida em X, por exemplo, a distancia euclidiana.

Para qualquer planejamento, a menor distancia entre dois pontos pode
ser obtida. Um planejamento que maximiza essa medida é chamada de
planejamento mazimin. Um planejamento maximin é denotado por Xjsm,
e é formalmente dado por

Xym = max  min_ dist(x, '), (2.1)
XCX {z,x’'}eX

onde dist(x,z’) é a distancia euclidiana entre x e z’. Planejamentos max-
imin tendem a distribuir pontos préximos as bordas da regao do espaco dos
inputs, o que pode nao trazer informacao suficiente a respeito da regiao
central do espaco dos inputs.

Um outro planejamento baseado em distancias é um planejamento que
todo ponto do espaco de inputs X estd proximo a algum ponto de X. Tal
planejamento é chamado de planejamento minimazr que é denotado por
X,nM, € é formalmente dado por

X, = min max min dist(z, z’). (2.2)
XCX zeX z'eX
Um problema com planejamentos minimax é que eles sao dificeis de serem
gerados. Consequentemente, raramente sao usados.

Maximin hipercubos latinos

Dentro da classe dos hipercubo latinos, nés podemos escolher aqueles que
satisfazem um critério baseado em distancias, por exemplo a maior distancia
minima. Tal planejamento é chamado de maximin hipercubo latino. Este
planejamento foi estudado por Morris and Mitchell (1997). A figura 2.1 (a)
apresenta 50 pontos de um maximin hipercubo latino de duas dimensoes,
onde 10.000 hipercubo latinos foram gerados e o planejamento com a maior
distancia minima € escolhido.

2.1.3 Planejamentos nao aleatdrios

Planejamento em grade (Lattice designs). Em um lattice design os
pontos sao escolhidos em uma grade regular super imposta no espago dos
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inputs. Em experimentos computacionais lattice designs foram considerados
por Bates et al. (1996, 1998).

Um grande nimero de diferentes sequéncias de niimeros com propriedade
de preenchimento de espago foram propostas. As sequéncias usam diferentes
algoritmos de geracao, mas todas tém a propriedade de serem potencial-
mente de tamanho infinito, pois uma nova sequéncia pode ser adicionada
a uma sequéncia antiga. Um planejamento é obtido simplesmente pegando
os primeiros valores dessa sequencia. Exemplos sao a sequécia de Weyl, a
sequécia de Halton e a sequécia de Sobol (Neiderreiter 1992). A sequécia
de Weyl é similar ao lattice design na forma em que ela é gerada, mas os
geradores sdo numeros irracionais. A sequéncia de Halton tem geradores
inteiros primos para cada dimensdo onde cada numero primo gera uma
sequéncia de fragoes.

A sequéncia de Sobol. A sequéncia de Sobol usa as mesmas coor-
denadas que a sequéncia de Halton com gerador 2 para cada dimensao,
mas a sequéncia é reordenada segundo uma regra complicada. Galanti and
Jung (1997) ilustra a sequéncia de Sobol incluindo exemplos numericos sim-
ples. Existe uma funcao no R para produzir sequéncias de Sobol, a fungao
runif.sobol do pacote ‘fOptions’. A figura 2.1 (b) mostra 50 pontos de uma
sequéncia de Sobol de duas dimensoes.

Uma vantagem das sequéncias de Sobol é que elas sdo computacional-
mente mais baratas de serem geradas do que outras sequéncias. Comparadas
com hipercubos latinos, sequéncias de Sobol podem ser construidas adicio-
nando pontos a sequéncias de Sobol anteriores. Os hipercubos latinos devem
ser reconstruidos se mais pontos forem necesséarios. Santner et al. (2003, page
160) sugerem que se for necessario mais informagao sobre os parametros de
correlagao, entao devido a maior variabilidade entre as distancias entre pon-
tos, planejamentos baseados em sequéncias de Sobol podem ser preferiveis
aos hipercubo latinos.

2.2 Analise de incerteza

Uma das tarefas mais comuns de usudrios de simuladores é acessar a in-
certeza nos outputs do simulador que é induzida pela incerteza sob os inputs.
Incerteza nos inputs é uma caracteristica presente em muitas aplicacoes, uma
vez que simuladores requerem muitos valores de inputs a serem especifica-
dos pelo usuério e o usuario pode estar incerto sobre o melhor valor ou o
valor correto de para alguns ou todos os inputs. No caso onde temos um
simulador univariado n : X — ), andlise de incerteza é o processo de en-
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X2
Xz

Figura 2.1: Planejamentos bidimensionais de tamanho 50 usando: (a) Ma-
ximin hipercubo latinos, onde 10000 hipercubos latinos foram gerados e
aquele com a maior distancia minima foi escolhido; (b) sequéncia de Sobol.

contrar a distribui¢do de Y = n(X) induzida pela incerteza a respeito sob
X. Incerteza nos inputs é caracterizada pela distribuicao de probabilidade
(conjunta), m(X). Essa distribui¢ao induz a distribui¢ao de probabilidade
(conjuta) para os outputs, 7(Y'), e a andlise de incerteza envolve identificar
essa distribui¢ao. Para mais detalhes e exemplos veja Oakley and O’Hagan
(2002).

A distribuicao a priori para X é importante na andlise de incerteza, e
deve ser cuidadosamente escolhida para representar a verdadeira incerteza
do especialista a respeito dos inputs desconhecidos (a técnica bdsica de es-
peficificar w(X) é conhecida como elicitagao, veja O’Hagan et al. (2006)
para uma introduc¢ao mais profunda). Isso pode ser feito considerando um
intervalo de valores aceitdveis para X e entao ajustando uma distribuicao
paramétrica, ou isso pode ser feito pegando o resultado de uma calibracao do
simulador dado algumas observagoes do sistema (veja se¢ao 3.2). Um ponto
importante para se ter em mente é que variaveis do model nao nescessaria-
mente coincidem com seus valores fisicos se o simulador é uma representacao
do sistema, fisico que ele representa. Por exemplo, o que o modelo chama de
viscosidade pode nao representar a viscosidade fisica de um fluido, porque
aproximagoes feitas ao discretizar o sistema de equacgoOes associado pode in-
troduzir erros no processo.

Tarefas especificas podem ser calcular a média e a varidncia da dis-
tribuicdo da incerteza do output. A média pode ser considerada como a
melhor estimativa para o output levando em consideragao a incerteza, en-
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quanto a variancia dd uma medida do tamanho dessa incerteza. Em alguma
aplicacoes ¢ importante calcular a probabilidade do output ser maior ou
menor que um certo limiar, i.e. P(n(X) > ¢). Por exemplo, qual é a prob-
abilidade que a temperatura média global cresca mais que 4°C de 2010 até
21007

Uma maneira simples de calcular a distribuicao de incerteza e fungoes
dela é usando um método de Monte Carlo. Sorteie configuracoes aleatorias
dos inputs da distribuicao de incerteza dos inputs, entao rode o simulador
para cada configuragao. O conjunto de outputs obtido corresponde a uma
amostra aleatoria da distribuicao de incerteza do output.

Analise de incerteza via Monte Carlo
1. Para¢=1,..., N, sorteie da priori amostras de inputs: X; ~ 7(x).
2. Simule Y; = n(X;).

3. Aproxime a distribui¢do de incerteza 7(y) por

onde §(-) é a fungao delta Dirac (funcdo indicadora).

4. Use 7(y) para calcular qualquer quantidade de interesse, e.g., média

N
BY] ~ [ yio)dy = 3V
i=1

Se uma amostra suficientemente grande for obtida, entao a distribuicao de
incerteza e fungoes dela (e.g. média, varidncia, probabilidades, etc.) po-
dem ser calculadas com qualquer grau de precisao. Entretanto, isso é fre-
quentemente impraticavel pois o simulador pode demorar muito para rodar.
Métods de Monte Carlo requerem de 1.000 a 10.000 iteracoes para obter es-
timativas precisas para as medidas de incerteza (mais se dim(X) é grande),
e se uma simples rodada do simulador dura mais que alguns segundos o
tempo computacional da analise de incerteza pode ser muito alto.

Para o caso de simuladores deterministicos, O’'Hagan et al. (1998), O’Hagan
and Haylock (1997), e Haylock and O’Hagan (1996) usam o conceito de emu-
ladores introduzidos no capitulo 1 para permitir que a andlise de incerteza
seja realisada de forma eficiente. Intuitivamente a idéia é simples:
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Anadlise de incerteza usando emulador
1. Escolha um planejamento X = {x1,...,x,} baseado na priori m(X).
2. Use o simulador para encontrar Y = {y; = n(x1),...,yn = n(zn)}
3. Use (X,Y) para construir o emulador (Capitulo 2).

4. Use o emulador para fazer a andlise de incerteza.

Alguns comentarios

e O planejamento X deve ser escolhido levando em consideragao a dis-
tribuicao a priori para X, entao a amplitude de X deve ser préxima ao
suporte de 7(x) (note que essa regra exclue o uso de prioris impréprias
para X).

e Se w(X) é uma distribuicdo unimodal, entdao pode ser benéfico colo-
car mais pontos em areas de alta probabilidade para que o emulador
funcione melhor nessas areas.

e Se um emulador gaussiano é usado, entao a distribuicao de incerteza
resultante, 7(y), automaticamente considera na andlise a incerteza in-
troduzida pelo emulador.

e Para certas distribuigoes a priori, calculos analiticos sao possiveis para
algumas quantidades no passo 4 (Haylock and O’Hagan (1996)), permitindo-
nos evitar o uso de Monte Carlo.

2.3 Analise de sensitividade

Esta secao foi principalmente retirada do toolkit do MUCM. Veja
http://mucm.aston.ac.uk/MUCM/MUCMToolkit/

index.php?page=ThreadTopicSensitivityAnalysis.html
para mais detalhes.

As vérias formas de andlise de sensitividade (AS) sdo ferramentas para
estudar a relagao entre os inputs e outputs do simulador (Saltelli et al. 2000).
Em particular, AS é o processo de estudar quanto o output do simulador é
sensitivo a mudangas em cada um dos inputs (e algumas vezes a combinac
coes destes inputs) (Saltelli et al. 2000). O objetivo é dividir a variabilidade
nos outputs para diferentes fontes de variacdo nos inputs. Anédlises de sen-
sitividade sao usadas para entender o comportamento do simulador, para
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identificar quais inputs the mais influéncia nos outputs, e para aprender
mais sobre a incerteza dos inputs. Ela pode ser usada como um prelidio
para simplificar o simulador, ou para construir um emulador simplificado na
qual o nimero de inputs é reduzido.

Existem véarios usos para AS. Aqui nds identificamos os quatro principais:

¢ Entendimento: Técnicas para mostrar como o output n(x) se com-
porta a medida que variamos um ou mais de um dos inputs x sao
uma ajuda para entendermos a respeito de 1. Elas podem agir como
‘face validity’, no sentido de que se o simulador estd respondendo de
forma inesperada a mudancas nos inputs, ou se alguns inputs inespe-
radamente parecem ter forte influéncia, entdo existem erros no modelo
matematico ou erro de programacao.

e Reducao de dimensao: Se a andlise de sensitividade mostrar que
alguns inputs tem efeito negligenciavel nos outputs, entao isso abre a
possibilidade de simplificacao de n fixando valores para esses inputs.
Embora isso nao simplifique o simulador no sendido de torné-lo mais
rapido ou mais facil de avaliar n(z) em algum particular x, a AS reduz
a dimensao do espaco de inputs. Isso torna o simulador mais simples
para se entender e usar. Isso é particularmente 1til para simuladores
com grande numero de inputs. Pois executar uma andlise de sensitivi-
dade em tal simulador pode ser altamente caro computacionalmente.
Em geral, somente um nimero pequeno de inputs tem impacto signi-
ficativo nos outputs, principalmente quando estamos interessados no
comportamento do simulador sob uma regiao relativamente pequena
no espaco dos inputs.

e Analisando a incerteza dos outputs: Onde existe incerteza nos
inputs, existe incerteza nos outputs n(x); quantificar essa incerteza
nos outputs é tarefa da andlise de incerteza, mas existe o interesse
em saber o quanto da incerteza total é atribuida para um particular
input ou para grupos de inputs. Em particular, o esforco para reduzir
a incerteza dos outputs pode ser gasto de forma eficiente se focado
naqueles inputs que mais influenciam o output.

e Analise de decisao incluindo incerteza: De forma geral, incerteza
sobre os outputs do simulador é mais relevante quando aqueles outputs
serao usados em processos de tomada de decisao (por exemplo, usando
um simulador climatico para fixar metas para a reducao das emissoes

3

de di6éxido de carbono). Novamente é ttil quantificar o quanto da
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incerteza total para a tomada de decisao é atribuida a alguns particu-
lares inputs. O esforco prioritario da pesquisa para reduzir a incerteza
depende da influéncia dos inputs, suas atuais incertezas e da natureza
da decisao.

Existem varias abordagens diferentes para a andlise de sensitividade,
a maioria delas é caracterizada por métodos locais ou globais. Nas duas
abordagens, é comum especificar um conjunto base de inputs para ver como
os outputs sao afetados quando os inputs sao mudados de seus valores base.

Analise de sensitividade local

A andlise de sensitividade surge como resposta a preocupagao com as con-
sequéncias de mé especificacdo para os valores dos inputs de um simulador.
O usuério do simulador pode fornecer valores de & que podem ser considera-
dos como as melhores estimativas para os inputs, logo n(Z) seria de alguma
forma considerada a melhor estimativa para o output do simulador. En-
tretanto, se o valor correto para os inputs for diferente de z entao o valor
correto para o output sera diferente de n(z). O output seria considerado
sensitivo a um particular input z; se o output mudasse consideravelmnete
quando z; fosse pouco perturbado. Isso leva para a idéia de medir a sensi-
tividade pela diferenciagao da fungao. A medida de sensitividade a x; é a
derivada On(z)/0x;, avaliada no ponto x = .

AS baseada em deferenciagdo tem algumas deficiéncias. A medida de
diferenciabilidade somente mede o impacto de mudancas infinitesimais em
xj, e por essa razao esse tipo de AS é referido como AS local. Se a resposta
do output com respeito a x; € nao linear, entao perturbando z; mais que um
valor pequeno pode ter um efeito que nao é bem representado pela derivada.

Um problema mais sério é que a diferenciacao nao é invariante a unidades
de medida. Se, por exemplo, nds escolhemos medir z; em kilometros ao invés
de metros, entao dn(x)/0r; mudard em um fator de 1000. O output vai
parecer ser mais sensitivo ao input x; do que ao input x; porque a derivada
avaliada em Z é maior, mas essa ordenacao pode facilmente ser invertida se
nos mudassemos a escala de medida. Por estas razoes, nés preferimos usar
métodos globais.

Analise de sensitividade global

Na andlise de sensitividade global (Saltelli et al. 2008) nds consideramos
como os outputs mudam quando a variacao nos inputs é grandes, refletindo
de alguma forma a amplitude dos valores de interesse para aqueles inputs.



24 CAPITULO 2. USANDO EMULADORES

AS global é mais complexa que AS local, porque existem diferentes maneiras
de medir o efeito nos outputs, e diferentes maneiras de definir como os inputs
sao perturbados. Analises de sensitividade global sdo também influenciadas
pelo tamanho da variagao considerada para os inputs. Noés precisamos de
uma razao bem definida para a escolha das amplitudes, caso contrério as
medidas de sensitividade serao arbitrarias assim como a andlise de sensi-
tividade local responde para uma escala arbitraria das medidas. Aqui, nds
escolhemos descrever o caso considerado na Secao 2.2 e suponha que os
inputs variem de acordo com a distribui¢do m(z). Isso é conhecido como
andlise de sensitividade probabilistica porque a quantidade de perturbagao
¢é definida por uma distribuicao de probabilidade sobre os inputs. A inter-
pretacao usual dessa distribuicao é como uma medida de incerteza que nods
temos sobre o melhor valor ou valor ‘verdadeiro’ para esses inputs.

2.3.1 Analise de sensitividade probabilistica

Anélise de sensitividade probabilistica requer que uma distribuicdo seja
atribuida para os inputs do simulador. Nés, primeiramente, vamos apresen-
tar a notacao e em seguida vamos discutir a interpretagao da distribuicao de
probabilidade e das medidas relevantes para andlise de sensitividade proba-
bilisticas. O foco da AS é a relagao entre z e o output do simulador 7(x).
Uma vez que a AS também tenta isolar a influéncia de inputs individuais,
ou grupo de inputs, nos outputs, ndés definimos x; como sendo o j-ésimo ele-
mento de x e vamos referir a ele como o j-ésimo input, para j = 1,2,...,p,
onde p é o nimero de inputs. Se J é um subconjunto de indices {1,2,...,p},
entao x; denota o correspondente subconjunto de inputs.

Nés denotamos a distribuicao sobre os inputs & por w. Formalmente,
m(z) é a funcao de densidade conjunta de probabilidade para todos os in-
puts. A funcao de densidade marginal para o input z; é denotada por
mj(zs). A distribuicdo condicional de x_; dado x; é m_j;(z—;[z). Note
que é natural a distribuicao 7 ser tal que os varios inputs sao estatistica-
mente independentes. Neste caso, a distribuigao condicional 7_;|; nao de-
pende de x; e é identica a distribuicao marginal m_;. Note que ao atribuir
distribuigoes de probabilidade para os inputs em AS probabilistica nés for-
malmente tratamos estes inputs como varidveis aleatorias. E uma convencao
na estatistica denotar variaveis aleatdrias por letras maitisculas, e esta dis-
tincdo é 1util também em AS probabilistica. Logo, o simbolo X denota o
conjunto de inputs como aleatdrios (i.e. incertos), enquanto x continua a
denotar um particular conjunto de valores dos input. Similarmente, Xy rep-
resenta aqueles inputs aleatérios sub escritos no conjunto J, enquanto xj
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denota o valor destes inputs.

E mais natural pensar em X como uma varidvel aleatdria no contexto
do terceiro e quarto uso da AS listados acima. Quando realmente existe
incerteza a respeito dos valores a serem atribuidos aos inputs para obter os
output de interesse, entao X pode de fato ser interpretado como aleatério, e
7(x) é portanto a funcao de densidade que descreve a probabilidades associ-
adas aos possiveis valores x de X. AS envolve entender o efeito da incerteza
a respeito dos inputs na incerteza induzida involvendo os outputs n(X).

Entretando, no contexto dos outros usos da AS pode ser menos nat-
ural pensar X como aleatério. Quando nosso objetivo é entender o com-
portamento dos simuladores ou identificar inputs que sdo mais ou menos
relevantes, nao é necessario tratar os inputs como incertos. De qualquer
forma, é importante pensar na amplitude de valores dos inputs sob os quais
desejamos obter entendimento ou redugao de dimensao. Nesse caso, mw(x) é
definida como sendo zero fora da amplitude de interesse, e como uma fungao
de pesos dentro da amplitude de interesse. N6s poderiamos definir o mesmo
peso para todos valores dentro do intervalo de amplitude de interesse, mas
em alguns casos pode ser mais apropriado da mais peso para alguns valores
do que para outros. Independente de defirnir 7(x) como uma funcao de
densidade ou como uma fung¢do de pesos, nés podemos tomar médias sobre
a regiao de interesse para definir medidas de incerteza.

Existem varias medidas de sensitividade diferentes. Nés vamos consi-
derar duas, conhecidas como efeitos principais e efeitos de interecao.

Efeitos principais

O efeito principal de um input X; é a fungao
Ii(z;) = E(n(X) | Xi = z;) — En(X). (2.3)

Em outras palavras, é o valor esperado do output quando o i-ésimo in-
put é fixado menos a média. Se I; é aproximadamente constante para
a amplitude de valores aceitaveis para x;, isso sugere que x; nao é um
input importante em termos de controlar a variabilidade do output. De
forma geral, podemos definir o efeito principal de um grupo de inputs como
Ij(zy) =E(f(X)|xs) —Ef(X). O efeito principal de z; é uma funcao de
xj, € portanto é mais complexa que o efeito principal de um tnico input.
Entretanto, usando o efeito de grupos de inputs pode ser revelado mais so-
bre a estrutura do simulador do que usando efeitos principais dos inputs no

grupo.
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Efeitos de interegao

A interagao entre inputs X; e X; ¢é a funcao
gy (i, 25) = B(n(X) | Xi = @3, Xj = aj) — Li(wi) — Ti(a;) — En(X). (2.4)

Essa equacgao representa o desvio no efeito conjunto ao variar dois inputs
apos subtrair seus efeitos principais.

Para entender porque esse termo pode ser de interesse, considere o
efeito médio de mudar z; de :c(l) para :c%, que nés denotamos por a; =
I(z}) — I1(z9). Similarmente, seja o efeito médio de mudar x5 de xJ para
x3 denotado por ag = Iy(xd) — I>(29). Agora considere mudar ambos inputs,
de (29, 29) para (x1,z}). Para um simples e suave simulador, nés podemos
pensar que o efeito médio de tal mudanca possa ser a; + as. No entanto,
isso geralmente nao é o caso. A verdadeira mudancga seria

E[n(X)|z1a] — E[n(X)l21y],

e quando isso ¢é diferente de a; + as é dito existir uma interagdo entre x; e
x9, onde nés definimos a interagao usando a equacao (2.4).

Comentarios

Estas definigdes merecem explicacoes adicionais. Primeiro, En(X) é a in-
certeza média, que é uma das quantidades tipicamente calculadas na anéalise
de incerteza. Para os nossos propositos ela é um ponto de referéncia. Se
nds nao especificarmos os valores de algum dos inputs, entao En(X) é a
estimativa natural para n(X).

Se, no entanto, nés especificarmos o valor de x, entao a estimativa natu-
ral para 7(X) se torna En(X) mais um desvio /;(z;) do ponto de referéncia.
Nés chamamos I;(z;) o efeito principal de ;.

Agora se nés especificarmos ambos x; e x;/, a equacao (2.4) expressa a
estimativa natural E(n(X)|X; = x;, X; = ;) como a soma de (a) o ponto
de referéncia En(X), (b) os dois efeitos principais I;(x;) and I (x;), e (c)
o efeito de interagao Iy; jn (g 13)-

Essa abordagem se extende naturalmente para definir interacoes de trés
ou mais inputs, e nés sugerimos aos leitores interessados o MUCM toolkit
para mais detalhes.

Graficos dos efeitos principais e fungoes do efeito de interagao pode
fornecer uma analise detalhada de como os outputs respondem aos inputs.
Entretanto, na maioria das vezes estamos interessados em uma tnica figura
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contendo medidas de sensitividade do output com respeito a inputs individu-
ais ou combinacoes de inputs. Serd que aquele particular input tem um efeito
‘grande’ no output? Nobs consideramos uma maneira de fazer isso, chamada
de andlise de sensitividade basead na variancia (o toolkit do MUCM contém
uma discussao interessante a respeito de decisdes baseadas em AS).

2.3.2 Analise de sensitividade baseada na variancia

Anélise de sensitividade baseada na variancia é uma forma de andlise de
sensitividade probabilistica na qual o impacto de um input ou grupo de
inputs no output do simulador é medido através da varidncia e redugoes
na variancia. Nés medimos a sensitividade de um particular input X; pela
quantidade de variancia do output que é atribuida a aquele particular in-
put. Nés comegamos considerando a variancia Var[n(X)], que representa
o total de incerteza sobre o output induzida pela incerteza dos inputs. No
caso de multiplos outputs isso seria a matriz de variancias, cujos elementos
da diagonal equivalem a sensitividade de cada dimensao do output, e as co-
variancias correspondem a sensitividades conjuntas. Essa variancia também
surge como uma medida global de incerteza na andlise de incerteza.

Variancia da sensitividade

Se nés removéssemos a incerteza em X;, nds esperariamos que a incerteza
em 7(X) reduzisse. A quantidade dessa reducao esperada é

Vi = Var(f(X)) - E[Var(f(X) [ X;)]. (2.5)

Note que o segundo termo da expressao involve primeiro encontrar a vari-
ancia condicional de n(X) dada que X; assume algum valor x;, que seria a
incerteza que teriamos a respeito do simulator se estivéssemos certo a re-
speito do valor de X;. Logo, essa seria a reducao de incerteza no output.
Mas nés estamos incertos a respeito de X;, entao nds tomamos a esperanca
da variancia condicional com respeito a nossa incerteza sobre X;. Logo, V;
é definido como a varidncia da sensitividade para o i-ésimo input. A
férmula da decomposicao condicional da varidncia nos dd uma expressao
diferente para V;
Vi = Var[E(f(X)|X,)]-

Referindo a equagao (2.3) como o efeito principal I;(x;), podemos ver que
V; é a variancia do efeito principal. Isso é facilmente generalisado para um
conjunto de indice J, e a varidncia da sensitividade para aquele conjunto de
indices Vj.
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A variancia da sensitividade é frequentemente expressada como uma pro-
porgao da variancia total V' = Var[n(X)]. A razao S; = V;/V é referida como
o indice de sensitividade para o i-ésimo input, e os indices de sensitivi-
dade para interac¢oes sdo similarmente conhecidos (também chamados de
indices de Sobol). Entao um indice de 0.5 indica que a incerteza a respeito
de z; estd associada a metade de toda incerteza associada ao output dev-
ido a incerteza em z. (Esse indice é frequentemente multiplicado por 100 e
expresso como percentagem. )

Variancia de interagao

Nés podemos definir similarmente a variancia de interagao Vy; j1 dos inputs
X; e X como a variancia do efeito de interacio Iy; ;3 (i, z;). Quando a dis-
tribuicao de probabilidade dos inputs ¢é tal que eles sao todos independentes,
entao pode ser mostrado que os efeitos principais e interagoes (incluindo in-
teragoes de ordem altas involvendo trés ou mais inputs) somados resultam
na variancia total Var[f(X)], i.e.,

d
Var(f(X)) = Z Vi+ Z Vij + Z Vigk+---Vig, .4
i=1

1<j 1<j<k

onde d é a dimensao de x (Oakley and O’Hagan 2004).

Indice de sensitividade total

Outro indice de sensitividade para o i-ésimo input que é algumas vezes usado
é o indice de sensitividade total:
E[Var(n(X) | X_)]

V )
onde X_; significa todos os inputs exceto X;. Isso é a proporcao esperada
da incerteza no output model que seria deixada se removéssemos a incerteza
em todos inputs exceto o i-ésimo. No caso de inputs independentes, pode-se
mostar que T; é a soma dos efeitos principais .S; e os indices das interagoes
para todas interagoes involvendo X; e um ou mais inputs, logo o uso do
nome indice de sensitividade total.

T, =

2.4 Emuladores com miitiplos outputs

No capitulo 1 nds mostramos como construir um emulador de um simulador
com um unico output. Na pratica, simuladores quase sempre produzem
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multiplos outputs, e nds frequentemente estamos interessados em responder
questoes relativas a mais de um output. Nessa secao, nés descrevemos varios
métodos para emular simuladores com muiltiplos outputs.

Uma das tarefas mais comuns é a previsao de multiplos outputs de um
simulador para inputs nao observados. Isso pode ser considerado como
uma questao de prever cada output separadamente, reduzindo o problema
a varios problemas individuais explorados no Capitulo 1. Entretanto, pre-
visao inevitavelmente involve incerteza e ao prever varios outputs nés esta-
mos preocupados com a incerteza conjunta, representada pelas variancias e
covariancias. Se nés prevemos cada output separademente, nés estamos ig-
norando a covariancia entre outputs. Isso pode causar uma super estimagcao
significativa de nossa incerteza, e o problema se torna mais sério a medida
que a correlacao entre outputs aumenta. Se os outputs forem nao correla-
cionados (ou independentes) entao usando emuladores separados teremos
bons resultados.

Em geral, nés tratamos questoes de simuladores com multiplos outputs
usando a mesma metodologia bésica para simuladores com um tnico output
(ou seja, nés emulamos os varios outputs e entdo usamos os resultados do
emulador para responder as questoes relevantes ao simulador). Mas exis-
tem véarias alternativas nas quais podemos emular simulador com multiplos
outputs. Nés descrevemos algumas dessas alternativas abaixo.

2.4.1 Ouputs independentes

Noés dissemos que ao prever varios outputs é necessario considerar as co-
variancias entre outputs, e que ao simplesmente emular os outputs indivi-
dualmente usando os métodos do Capitulo 1 ignora estas covariancias. En-
tretanto, em alguns casos as covariancias podem nao ser tao importantes.
Suponha que nds somos capazes de emular todos os outputs de interesse
de forma precisa usando emuladores do Capitulo 1, de tal forma que a in-
certeza em cada caso seja bem pequena. Entao nés iremos saber que o valor
verdadeiro de quaiquer dois outputs do simulador serd muito proximo aos
valores médios dos emuladores. Sabendo também a covariancia permite-nos
acessar a distribuicao conjunta de probabilidades associada aos dois ouputs,
mas quando a incerteza é muito pequena essa informacao extra é de pouca
importancia.

Pode-se argumentar que se noés tivermos dados de treinamento suficientes
para emular todos os outputs com alta precisao, no sentido de que a in-
certeza é pequena o suficiente para ignora-la, entdo nés podemos ignorar
covariancias entre outputs. E verdade que quanto mais precisamente pode-



30 CAPITULO 2. USANDO EMULADORES

mos emular os outputs menos importancia tem as nossas escolhas para a
emulagao, e assim com grandes amostras treinamento todas alternativas
consideradas aqui darao essencialmente os mesmos resultados. Entretando,
a realidade com simuladores complexos é que raramente nds estamos nessa
posicao feliz de sermos capazes de rodar o simulador para dados de treina-
mento um numero suficiente de vezes até obter a precisacao desejada, prin-
cipalmente se os espacos dos inputs e dos outputs sao de alta dimensao.
Entao quando a incerteza do emulador é importante, covariancias entre out-
puts sdo necessarias e a escolha entre formas alternativas de emulacao de
multiplos outputs importa.

Uma vantagem importante no uso de emuladores independentes para
cada output é que podemos usar diferentes fungoes para a média e diferentes
fungoes de correlagao para cada output, e em particular, diferentes outputs
podem ter diferentes tamnhos de correlagao 4.

2.4.2 Outputs como dimensao extra nos inputs

Em alguns simuladores, os outputs representam valores de alguma pro-
priedade do mundo real em diferentes localizagoes e/ou tempos (veja Secao
2.5). Por exemplo, um simulador de um acidente de carro pode ter outputs
como velocidades e forcas como uma série temporal observada em varios
instantes de tempo durante o acidente simulado. Como um outro exemplo,
um simulador de um derramamento de petréleo no oceano tem como output
a concentracao de petrdleo em diferentes localizacoes geograficas no oceano
e em diferentes instantes de tempo.

Em tais casos, uma alternativa é tratar os multiplos outputs como um
Unico output mas com um ou mais inputs extras. Essa abordagem é clara-
mente muito simples, mas nds precisamos considerar quais restrigoes serao
implicadas na estrutura de covariancia em termos dos outputs originais. Em
teoria, nao precisa-se impor restricao alguma, pois a principio a funcao de
covariancia de um emulador com os novos inputs pode ser definida para
representar qualquer estrutura de covariancia conjunta. Por outro lado, na
pratica as estruturas de covariancias geralmente assumem restrigoes bas-
tante fortes. Como discutido no Capitulo 1, nés invariavelmente assumimos
variancia constante, que implica que todos os ouputs originais tém a mesma
variancia. Isso pode ser razodvel, mas frequentemente nao é. Além disso,
as escolhas usuais para a funcao de correlacao faz fortes suposicoes. Por ex-
emplo, a fun¢éo de correlagao gaussiana e exponencial poténcia tém o efeito
de (a) assumir separabilidade entre inputs originais e outputs, e (b) assumir
uma forma de correlagdo entre outputs originais que é improvavel de ser
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apropriada, como por exemplo, o caso de uma série temporal.

Logo a grande simplicidade de abordagem de adicionar inputs é equi-
librada pelas suposicoes restritivas que podem levar a uma emulacao po-
bre (ou pode requerer um numero significativamente maior de amostras de
treinamento para obter uma emula¢ao adequada).

2.4.3 Processos gaussiano multivariados

O processo gaussiano univariado (PG) é uma distribuigao de probabilidade
para a fungao n(x), na qual a distribuigao conjunta de qualquer conjunto
de pontos desta funcao é normal multivariada. O PG multivariado é uma
extensao do PG univariado para o caso onde n(z) nao é uma escalar mas
um vetor. Se o simulador tem r ouputs entao n(z) é r x 1.

Formalmente, o PG multivariado é um modelo probabilistico sobre func¢oes
com valores multivariados. Ele é caracterizado por uma fungao média m(-) =
E[n(-)] e uma fungao de covariancia v(-, -) = Cov[n(-),n(:)] (Conti and O’Hagan
to appear 2010). Sob esse model, a fungao avaliada no input z tem uma
normal multivariada n(z) ~ N (m(x),v(x, z)), onde

e m(x) é o vetor r x 1 de médias de n(x)
e v(z,x) é a matriz de variancia r x r de n(x).

Além disso, a conjunta de n(x) e n(z’) também é normal multivariada:

n(x) N ™) v(z,x) vz, a)
() m(z') )7\ v x) v(z’,2)
onde v(z,z’) é a matriz de variancias r X r entre os elementos n(x) and n(z’).

Funcao de médias multivariada

A funcao de médias para um conjunto de outputs é uma funcao vetor. Seus
elementos sdo funcoes de médias para cada output, definindo a expectativa
a priori para a forma da reposta dos outputs para os inputs. Se a forma
linear é escolhida com o mesmo vetor ¢ X 1 h(:) de fungoes base para cada
output, entao o vetor da funcao de médias pode ser simplesmente expresso
por BTh(-), onde 3 é uma matriz ¢ x r de coeficientes de regressio e r é o
nuamero de outputs.

As seguintes duas escolhas de regressores sdo comuns e convenientes em
muitos casos:
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e Parag=1eh(z) =1, afungdo de médias se torna m(z) = 3, onde 3 é
um vetor r-dimensional de hiperparametros representando uma média
global desconhecida para os ouputs do simulador.

e Para h(z)T = (1,7), tal que ¢ = 1 + p, a fungdo de médias é um
vetor r-dimensional cujo j-ésimo elemento é um escalar: {m(x)}; =
Bij+ Bojx1+ ...+ Bigpj Tp-

Essa forma linear da funcao de médias na qual todos outputs tém as
mesmas fungoes base é frequentemente usada em emuladores com multiplos
outputs, onde ¢ a escolha natural para os processos gaussianos multivariados
e tém vantagens matematicas e computacionais. No entanto, se tomarmos
cuidado e tivermos o esforco necessario para construir uma boa funcao de
médias, nés podemos eliminar muitos dos problemas encontrados ao escol-
her fungoes de covariancia. Veja Rougier et al. (2009) para um exemplo
detalhado na construcao de uma fungao de médias complexa.

Funcao de covariancia multivariada

Em geral, o PG multivariado ¢é caracterizado pelo fato de que se empilhdssemos
os vetores n(x1),n(x2), ..., n(x,) em um vetor com rn elementos, entao este
vetor segue uma distribuicdo normal multivariada. A tnica restricao formal
na fungao de covariancia v(.,.) é que a matriz de variancia rn X rn para
qualquer conjunto arbitrdario com n outputs deve ser sempre nao-negativa
definida. O PG multivariado é portanto muito flexivel. Entretando, en-
contrar uma funcao de covariancia nao-negativa apropriada é dificil, e na
pratica a maioria das pessoas usam formas mais restritivas para a funcao de
covariancia.

Uma simplificagdo é que os outputs sao separaveis (O’'Hagan 1998),
o que implica que todos os outputs tém a mesma funcao de correlagao
¢(x, x') no espago dos inputs, e que a funcao de covariancia assuma a forma
Cov[fi(z), fj(z')] = gije(x,2'). E usual permitir que a matriz de covariancia
entre outputs X com elementos o;; seja arbitraria, embora possa assumir al-
guma estrutura especifica. Um caso particularmente simples é onde X é
assumido ser uma matriz diagonal, o que equivale a ter emuladores indepen-
dentes para cada output, com todos tendo a mesma estrutura de correlacao
sobre o espaco de inputs. Isso assume ambos a separabilidade e outputs
nao correlacionados, e portanto pode ser restritivo demais para ser utilizada
na pratica. Uma estrutura mais 0til para 3 poderia ser aquela na forma
implicada por um model de série temporal apropriado (p.e. um modelo
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auto-regressivo de primeira ordem) no caso onde os outputs representem
pontos diferentes no tempo.

Ambos separabilidade (entre inputs e outputs) e independéncia (entre
outputs) sao limitagoes que podem restringir a habilidade do emulador re-
sultante representar precisamente os varios outputs do simulador. Mas am-
bos levam a emuladores que sao relativamente faceis de construir e usar.
Relaxando as restrigoes ird levar a métodos mais complexos, entao a escolha
entre alternativas é parcialmente baseada em crengas sobre o simulador mas
parcialmente baseado no equilibrio entre complexidade e realismo.

Um aspecto dessa propriedade é que quando empilhamos os vetores
n(x1),...,n(x,) em um vetor rn x 1 sua matriz de covariancia tem a forma
do produto de Kronecker ¥ ®c(D, D), onde ¢(D, D) é a matriz de correlacao
entre inputs com elementos ¢(x;, z;). Um outro aspecto é que se ao invés de
empilhar os vetores de outputs ndés formdassemos a matriz » X n, denotada
n(D), entao n(D) segue uma distribuicdo normal matriz-variada com ma-
triz de médias m(D), covariancia entre linhas ¥ e covariancia entre colunas
¢(D, D). Rougier (2008) mostra como esta estrutura pode ser explorada
para ter ganhos computacionais.

Como discutido anteriormente nesta secao, a suposicao de separabili-
dade impoe uma restricao que todos os outputs tenham a mesma funcao
de correlagao no espago de inputs. Essa restricao leva a metodologia de
emulacao mais simples, pois nés construimos somente um emulador e seu
desenvolvimento é similar ao emulador para um tnico output com poucas
modificagoes. Entratanto, é consideravelmente mais restritivo com respeito
a funcao de correlacao do que emuladores independentes para cada output
onde cada output tem a sua prépria fungao de correlagdo (e em particular
seus proprios alcances de correlagao).

Vale a pena notar que outputs que sao altamente correlacionados terao
necessariamente fungoes de correlacao similares. Entao, na situacao onde
emuladores independentes sao inapropriados porque esperamos os outputs
serem fortemente correlacionados, o emulador com multi-outputs é mais
apropriado pois a suposicao de separabilidade é mais provavel de ser razoédvel.

Uma abordagem hibrida é a de quebrar os outputs em grupos tais que
os grupos sejam aproximadamente independentes mas correlagao dentro dos
grupos seja considerada. Entdo, nés emulamos cada grupo separadamente
usando um dos métodos discutidos aqui.
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2.4.4 Meétodos de transformacao

Outra abordagem é a de transformar os outputs de forma que os outputs
transformados podem ser considerados independentes (ou nao correlaciona-
dos), e podem ser emulados usando emuladores independentes como discu-
tido acima. Se tal transformagao pode ser encontrada, podemos proceder
como descrito na Secao 2.4.1. As tnicas questoes ainda por responder nessa
abordagem sdo (a) como encontrar uma transformagdo apropriada e (b)
como acomodar incerteza na escolha da transformacao.

As transformacoes mais simples a considerar sdo as lineares. Noés repre-
sentamos 0s outputs originais como funcées lineares de um nimero de out-
puts latents que sao modelados como processos gaussianos independentes.
Isso é conhecido na literatura de geoestatistica como modelo de corregiona-
lizagao (LMC) (Wackernagel 1995). Precisamos ter pelo menos tantos out-
puts latentes quanto outputs originais de interesse (veja discussao a seguir
sobre reducao de dimensdo), mas podemos ter mais. Na abordagem do
LMC é usual estimar todos os processos gaussianos como um exercicio de
estimacao conjunto.

Podemos também considerar transformacoes lineares nas quais temos
menos outputs latentes do que outputs originais. Essa possibilidade surge
naturalmente quando usamos componentes principais (Segao 2.5.1), ja que
a esséncia desse método é encontrar um conjunto de outputs latentes tal que
o méximo da variabilidade nos outputs originais seja explicado por poucos
outputs latentes. Se os outputs latentes restantes sdao muito insensiveis a
variagoes nos inputs do simulador (num intervalo explorado na amostra de
treinamento), entao ndés podemos considerar que existe muito pouco valor
em emulé-los. Na pratica, nao haverd garantia que componentes com menor
variancia serao menos estruturadas, e métodos para procurar por estruturas
de correlagao tais como variogramas e cross-variogramas para os outputs
latentes podem ser usados para fornecer um diagndstico qualitativo sobre a
estabilidade desse modelo.

Formalmente, nds representamos os outputs latentes que nao emulamos
completamente como processos gaussianos com média zero e fungao de cor-
relagao que consiste somente de um nugget. O hiper-parametro de variancia
0?2 é igualado em cada caso a varancia estimada do componente principal.

Esse tipo de redugao de dimensao pode ser uma maneira muito poderosa
de administrar um emulador com um grande niimero de outputs, e per-
manece sendo o método usado frequentemente para lidar com outputs de
alta dimensao. Essa forma de reducao de dimensao é provavel de ser efetiva
quando espera-se forte correlacao entre os outputs do simulador, como por
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exemplo é usualmente o caso quando o output do simulador é composto de
uma grade (ou outro tipo de divisao/projegao) do espago ou espago-tempo.
De fato, usualmente existe redundancia em outputs numa grade ja que para
o simulador ter uma resolucao efetiva de uma caracteristica espacial ele
deve ser maior que 8-10 unidades da grade (dependendo dos detalhes do
simulador), caso contrério, ele pode induzir a instabilidades numéricas no
simulador, ou ser pobremente modelado.

A abordagem de componentes principais é explicada em detalhes na
préxima segao, onde consideramos emulacao de um modelo de circulagao
global.

2.5 Exemplo: modelo climatico

Agora apresentamos uma discussao mais a fundo de um exemplo das ciéncias
climaticas onde emuladores foram usados para fazer uma tarefa que teria sido
dificil senao impossivel sem o uso de emuladores. Essa descrigao foi tirada
de Wilkinson (2010) e mais detalhes podem ser encontrados em Ricciuto
et al. (2010).

Né6s usamos o modelo climédtico UVic ESCM (University of Victoria
Earth System Climate Model) juntamente com vegetacao dindmica, ciclo de
carbono terrestre e ciclo de carbono inorgéanico do oceano (Meissner et al.
2003). O modelo foi construido para estudar potenciais efeitos do ciclo do
carbono e para ver como afetam as provisdes do clima futuro. Conside-
ramos que o modelo tem apenas dois inputs, Q19 e K., e o output é uma
série temporal de CO9 atmosférico. O input ()19 controla a dependéncia da
temperatura da respiracao e pode ser considerado como controlando a fonte
de carbono, enquanto K. é a constante de Michaelis—Menton para o CO»
e controla a sensitividade de fotossintese e medidas de didxido de carbono
atmosférico. Nés separamos a andlise em duas partes, apresentamos a teoria
de componentes principais aqui, e descrevemos a calibragao na Secao 3.2.

Cada rodada do modelo leva aproximadamente duas semanas de tempo
computacional e tem um cendrio de 47 rodadas com o qual as andlises sao
realizadas. O output do modelo e as observagoes de campo sao mostrados
na Figura 2.2. Note que sem o uso de emuladores, somente uma anélise
rudimentar seria possivel devido ao longo tempo para rodar o modelo.

2.5.1 Emulacao por componentes principais

Nés tomamos uma direcao similar a de Higdon et al. (2008) e usamos uma
técnica de reducao de dimensao para projetar o output do modelo com-
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Figura 2.2: Cenario de 47 rodadas do modelo UVic para um planejamento
nos dois imputs Q19 e K.. O output (linha preta) é a previsao do CO2
atmosférico para 1800-1999, e as 57 observacoes de campo sao mostradas
como circulos com barras de erro de dois desvios padrao.

putacional em um sub-espago com um nimero menor de dimensoes e entao
construimos emuladores do mapeamento do espaco dos inputs para o espago
reduzido dos outputs. A tunica exigéncia da reducao de dimensao é que ex-
ista um método de reconstrucao para o espaco original dos outputs. Nés
usamos componentes principais aqui (também conhecido como método das
fungoes ortogonais empiricas), j4 que assim garante-se que as projegoes sao
Otimas, em termos de minimizar a média do erro de reconstrucgao, apesar
de que poderiamos usar outra técnica de reducao de dimensao desde que
exista um método de reconstrucao. Um grafico esquemdtico dessa idéia é
apresentado na Figura 2.3. O modelo computacional 7(-) é uma funcao do
espago dos inputs © para o espaco dos outputs ). Anadlise de componentes
principais fornece um mapeamento do espago completo dos outputs ) para
o espago reduzido YP¢. Nés construimos emuladores gaussianos para ma-
pear de © para YP¢ e entao usamos o inverso da projec¢ao original (também
uma projecao linear) para sair de YP¢ para ). Isso gera um mapeamento
computacionalmente barato do espago dos inputs © para o espaco dos out-
puts ) que nao usa o modelo 7n(-). Esse substituto barato, ou emulador,
interpola aproximadamente todos os pontos no cenério (é aproximado de-
vido ao erro de reconstrugao da componente principal) e gera distribuigdes
de probabilidade para o output do modelo para qualquer valor do input.
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Figura 2.3: Grafico esquemadtico da idéia por tras da emulacao por com-
ponentes principais. © é o espaco dos inputs, )V o espaco dos outputs, e
n(-) o modelo computacional. Seja nP¢(-) o emulador gaussiano de © para o
sub-espaco principal JPe.
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Anélise de componentes principais é uma projecao linear do dado em um
sub-espago de dimensao menor (o sub-espago principal) tal que a variancia do
dado projetado é maximizada. E feita usualmente via decomposicao de auto-
valores da matriz de correlacao, mas por razoes de eficiéncia computacional,
nds vamos usar a decomposigao do valor singular. Seja Y uma matriz N x n
onde na linha 7 temos a i—ésima rodada do modelo computacional, Y;. =
f(6;) (lembre que o output do modelo tem dimensao n e que existem N
rodadas no cendrio Dgjp). O algoritmo de redugao de dimensao pode ser
descrito como:

1. Centralize a matriz. Seja p o vetor linha de média das colunas, seja
Y’ a matriz Y com p diminuido de cada linha (Y/ =Y — p) de forma
que a média de cada coluna de Y’ é zero. Podemos escolher também
escalonar a matriz, de forma que a variancia de cada coluna seja um.

2. Calcule a decomposicao de valor singular
Y =UTV*.

V' é uma matriz unitdria n X n contendo as componentes principais
(os auto-vetores) e V* denota seu conjugado complexo transposto.
I' é uma matriz diagonal N x n contendo os valores principais (os
auto-valores) e é ordenada de forma que a magnitude das entradas
da diagonal decrescem ao longo da matriz. U é uma matriz N x N
contendo os valores singulares restantes.

3. Decida a dimensao do sub-espaco principal, digamos n* (n* < n). Uma
base ortonormal é dada pelas primeiras n* colunas de V' (os primeiros
n* auto-vetores) os quais denotamos Vi (uma matriz n x n*). Seja V5
a matriz contendo as colunas restantes de V.

4. Projete Y’ no sub-espago principal. As coordenadas do sub-espaco (os
pesos dos fatores) sao encontrados projetando em V;:

YP =Y'1].

A i-ésima linha de YP¢ entdo denota a coordenada do i-ésimo membro
do cenario no espaco YP¢.

Alguns comentarios:

e Note que a andlise de componentes principais é feita ao longo das colu-
nas da matriz ao invés de ao longo das linhas como usual. O resultado é
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que os auto-valores sao da mesma dimensao do output original com os
auto-valores mais importantes frequentemente tomando a forma geral
do output.

e Apesar de andlise de componentes principais (ACP) ser uma projecao
linear, esse método pode ser usado em modelos altamente nao lineares.
O aspecto linear da ACP é a projecao do espaco dos outputs ) num
espago menor dos outputs YP¢. O mapeamento do espaco dos inputs
© para os espco reduzido dos outputs YP¢ pode ainda ser nao linear,
e nao serd afetado pela suposicao de linearidade usada na reducgao
de dimensdo. A principal exigéncia para o uso desse método, é que
exista uma estrutura de covaridncia consistente entre os outputs. A
projecao nas componentes principais estd essencialmente assumindo
que o verdadeiro nimero de graus de liberdade é menos que n. Se os
outputs sao todos independentes entdao a ACP nao funcionari como
uma técnica de reducao de dimensao.

e Nao hd um método estabelecido para decidir a dimensao n* do sub-
espaco principal. A porcentagem de variancia explicada (soma dos
auto-valores correspondentes em I') é frequentemente usado como uma
heuristica, com o objetivo sendo explicar 95% ou 99% da variancia.
Devemos também decidir que componentes incluir em V;. Pode-se
dizer que componentes que somente explicam uma pequena porcao
da variancia (pequenos auto-valores) sao importantes preditivamente,
como acontece na regressao com componentes principais (Jolliffe 2002).
Um método para selecionar componentes é uso de graficos de di-
agnostico como explicado abaixo.

Isso nos deixa com as coordenadas do cenario do sub-espaco principal
YP¢ com cada linha correspondendo a mesma linha do planejamento original
D. Processos gaussianos podem ser usados para emular esse mapeamento.
Usualmente, teremos n* > 1, e entdo ainda precisaremos usar um emulador
multivariado como o proposto por Rougier (2008). Porém, emular o mapea-
mento reduzido com n* processos gaussianos independentes frequentemente
tem a mesma performance de usar um emulador completamente multivari-
ado, especialmente se o tamanho do cenario IV é grande comparado com n*.
Outra ajuda computacional para a emulacao é escalonar a matriz de pesos
de forma que cada coluna tenha variancia um. Isso ajuda com o afinamento
do amostrador de MCMC para os parametros o2 da funcio de covariancia
do processo gaussiano, ja que isso faz as dimensoes n* comparaveis entre si.

Para reconstruir a partir do sub-espago YP¢ para o espago completo ) a
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transformacao também é linear. Podemos multiplicar os pesos por VlT para
gerar uma reconstrucdo deterministica Y = YP°V/I. Porém, isso ndo leva
em consideracao o fato de que projetando num sub-espaco n*-dimensional,
nos discartamos informagao na redugao de dimensao. Para levar em consid-
eragao essa informacgao perdida adicionamos multiplos aleatérios dos auto-
vetores que descrevem as dimensoes discartadas, V2. Nés modelamos esses
multiplos aleatérios com distribuigoes gaussianas com média zero e com
variancias correspondendo aos auto-valores relevantes. Isso nos da uma re-
construcao estocdstica ao invés de deterministica, que acomoda erros na
reducao de dimensao. Em resumo, nés reconstruimos como

Yl/ — YpC‘/lT _I_ (I)VQT

onde ® é uma matriz N x (n—n*) com i—ésima coluna contendo N amostras
de uma distribuigao N (0, 'y i n+4i). N6s entdo devemos adicionar a média
das colunas de Y a cada linha de Y” para completar o emulador.

Uma ferramenta de diagnéstico til na construgao de emuladores sao os
graficos de validacao cruzada leave-one-out. Esses sao obtidos deixando de
fora uma das N rodadas de treinamento no cenario, usando os restante N —1
dados como dados de treinamento, e entdo prevendo os valores que ficaram
de fora. O gréafico dos valores preditos, com intervalos de 95% , contra os
valores verdadeiros para cada dimensao do output nos fornece informacgoes
valiosas sobre como o emulador estd se comportando e permite que avaliemos
o emulador. Esses gréaficos podem ser usados para escolher a dimensao do
sub-espaco principal e quais componentes devem ser incluidas. Também
sao uteis para escolher quais fungoes de regressao usar nas especificacao da
estrutura de média. Uma vez que tenhamos validado o emulador, podemos
proceder para usar o modelo calibrado.

Nés usamos emulacao por componentes principais para construir um
substituto barato para o modelo climatico de UVic introduzido anterior-
mente. Lembre-se que o output do modelo é uma série temporal de 200
previsoes de CO2 atmosférico. Figure 2.4 mostra graficos de validacao que
usam a técnica de validagao cruzada de leave-one-out para a selecao de
quatro dos 200 pontos de output. A emulagao foi feita projetando a série
temporal num sub-espaco de dimensao 10 e entao emulando cada mapea-
mento com processos gaussianos idependentes antes de reconstruir o dado de
volta ao espago de 200 valores. Uma estrutura a priori de média quadratica
foi usada, h(01,0:) = (1,601, 04,02, 02, ja que os graficos de validagao cruzada
mostraram que isso gerou uma performance superior a estrutura de média
linear ou constante, com ganhos pequenos ao incluir termos de ordem maior.
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Figura 2.4: Leave-one-out cross validation plots for a selection of four of the
200 outputs. The error bars show 95% credibility intervals on the predic-
tions. The two outliers seen in each plots are for model runs with inputs on
the edge of the design. These points are predictions where we extrapolate
rather than interpolate from the other model runs.

Os graficos mostram que o emulador é acurado na predicao nas rodadas man-
tidas fora da andlise e que a incerteza nas nossas predigoes (mostradas pelos
intervalos de 95% ) fornecem uma medida razodvel da nossa incerteza (com
cobertura média de 91%).

Esse exemplo continua na Secao 3.2.4 onde mostramos como nosso emu-
lador pode ser usado para calibrar o modelo para a famosa sequéncia de
dados de Keeling.
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Capitulo 3

Topicos avancados

3.1 Validacao e diagndsticos

Emuladores tém sido usados em vérias areas da ciéncia como aproximagoes
estocésticas para simuladores caros, mas para construir esses emuladores
algumas suposicoes e aproximagoes devem ser feitas. A nao ser que o emu-
lador represente corretamente o simulador, inferéncias feitas usando o emu-
lador serao invalidas. Dessa forma, emuladores devem passar por testes de
validagao. Existe uma vasta literatura sobre o uso de emuladores para rep-
resentacao de simuladores caros, mas existe pouca pesquisa na validagao de
emuladores antes que estes sejam usados. Uma excessao é o trabalho de
Bastos and O’Hagan (2009), que é a base para essa segao.

3.1.1 Possiveis problemas com emuladores gaussianos

Apesar do processo gaussiano ser uma classe muito flexivel de distribuigoes
para representar crengas a priori sobre o modelo computacional, o emu-
lador gaussiano (1.16) pode fornecer predi¢oes pobres para os outputs do
simulador por pelo menos duas razoes. Primeiramente, a suposi¢ao de esta-
cionaridade de um processo gaussiano com uma certa média e estrutura
de covariancia pode ser inapropriada. Segundo, mesmo que essa suposicao
seja razoavel, existem varios parametros a serem estimados, e uma mé es-
colha dos dados de treinamento pode sugerir valores inapropriados para
esses parametros. No caso de parametros de alcance da correlacao, se condi-
cionamos em estimativas fixas ao invés de integrar usando a distribuicao a
posteriori completa, podemos também fazer uma escolha pobre dessas esti-
mativas.

O simulador é representado por um processo gaussiano, entao a suposicao

43
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de normalidade conjunta dos outputs do simulador deve ser um julgamento
razoavel. Em particular, o emulador diz que é muito improvavel que o
output do simulador seja mais que dois ou trés desvios padrao preditivo da
média preditiva, e que é tao provavel estar abaixo quanto acima da média
preditiva. Neste contexto, transformacoes podem ser tuteis.

Além de assumir normalidade, formas especificas sdo supostas para as
fungoes de média e covariancia. Se a forma assumida para a média em
(1.2) estiver errada, ou porque regressores errados foram usados em h(-), ou
porque os coeficientes 3 foram mau estimados, entao as previsdes do emu-
lador podem ser sitematicamente muito baixas ou muito altas em algumas
regioes do espaco dos inputs.

Em (1.3), assume-se estacionariedade para a funcao de correlagao, im-
plicando que o output do simulador tem graus de suavidade parecidos em
todos os pontos do espago dos inputs. Assume-se que existe uma variancia
comum o2 e que a funcdo de correlacio depende somente de (x — x').
Dessa forma, variancias desiguais ou fungoes de correlagao que dependam da
posicao (x,x’) ao invés da diferenga (x — x’) sdo falhas na hipdtese de esta-
cionariedade. Na pratica, simuladores podem responder mais rapidamente
a mudancgas no input para algumas regices do espago do que em outras. No
caso de nao-estacionaridade, intervalos de credibilidade para predigoes dos
emuladores podem ser muito largos em regides de baixa variabilidade e bem
apertados em regioes de resposta mais dinamica.

Finalmente, mesmo assumindo uma forma pra funcao de covariancia que
seja apropriada, ainda pode-se ter uma estimacao pobre dos parametros de
alcance. M4 estimagao dos parametros de correlagdo (J) levam a intervalos
de credibilidade que sao muito largos ou muito estreitos na vizinhancga dos
pontos de treinamento.

3.1.2 Diagnésticos para validagao de emuladores gaussianos

Para validar um emulador, nossos diagndsticos serao baseados em com-
paracoes entre predicoes dos emuladores e rodadas do simulador para um
novo conjunto de dados. Seja X() = (xgv),xgu), e ,X(mv)) um conjunto de
inputs nao observados, chamados de dados de input para validagao. Os out-

puts do simulador para os dados de input de validacaosao dados por y(*) =
n(X®) onde y = (", ..., y?)), e (X)) = (nx{)....,n(x)). Os
dados de input para validacdo devem ser selecionados para cobrir toda a

regiao do espaco dos inputs para a qual queremos usar o emulador. Caso
contrario, pode-se validar um emulador que nao representa o simulador para
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um particular subconjunto nao observado do espaco dos inputs.

Um diagnéstico geral D(-) é uma funcao dos outputs dos dados de vali-
dacao, e nés propomos comparar D(y(”)) observado com a distribuigao de
referéncia de D(n(X (")) condicionada nos dados de treinamento. Se D(y ()
estd numa regiao escolhida apropriada com probabilidade baixa, entao isso
sugere que existe um conflito entre o emulador e o simulador. As regides de
teste para D(-) devem ser escolhidas de forma que D(y(")) cair na regido
de teste esta associado com falha na construcao do emulador. Se ao longo
do intervalo desses diagndsticos nao hé indicagao de conflito, entdo podemos
assumir que o emulador esta representando a incerteza de forma apropriada.

Erros de predigao individuais

Erros de predicao individuais para os dados de validagao sdao dados pela
diferenca entre o output do simulador observado e a média preditiva do
output nos mesmos valores dos inputs, i.e. (ygv) - E[n(xz(»v))|y]), para i =
1,2, ,m.

Nés consideramos cada erro de predi¢ao padronizado

DIy — " — Eln(x")ly] (3.1)

VVIn")ly]

como um diagnéstico. Se o emulador pode representar o simulador de forma
apropriada, os erros de predicao padronizados tém distribuicao t-student
padrao, condicional nos dados de treinamento e nos parametros de cor-
relacdo estimados 0. Na pratica, o nimero de dados de treinamento é em
geral grande o suficiente de forma que os graus de liberdade s ao grandes e
podemos usar a distribuicdo normal. Entao, erros individuais grandes, com
valor absoluto digamos maior que 2, indicam um conflito entre o simulador
e o emulador. Um outlier isolado desse tipo pode ser ignorado, ou pode
indicar um problema local somente no entorno dos inputs para esse dado
de validacao. Isso pode ser investigado obtendo mais algumas rodadas de
dados de validacao nessa vizinhanca.

Se ha muitos erros padronizados com valores grandes, isso indica um
problema mais sistemadtico. Se erros grandes com o mesmo sinal aparecem
em alguma parte do espaco dos inputs, isso sugere uma escolha inapropriada
da funcao de média. Pode também indicar falha da suposicao de estacionar-
idade.

Se erros grandes aparecem em pontos de validagdao que estao perto de
dados de treinamento, isso indica que um ou mais parametros de correlagao
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foram super-estimados, de forma que as predicoes do emulador sao forte-
mente influenciadas por dados de treinamento na vizinhanga. Se nao ha
um padrao claro na ocorréncia de erros grandes, entao o problema pode ser
devido a falta de homocedasticidade.

Deve-se notar que padroes de erros padronizados que sao menores que o
esperado podem indicar conflitos complementares a aqueles que acabamos
de discutir. Por exemplo, se pontos de validagao perto de dados de treina-
mento tém erros padronizados menores do que o esperado, isso pode sugerir
sub-estimagao dos parametros de correlagao. Uma maneira poderosa para
identificar padroes de erros grandes ou pequenos é através de graficos, estes
serao discutidos na Sec¢ao 3.1.2.

Distancia de Mahalanobis

Apesar da colegiao de erros individuais padronizados D!(y(*)) fornecerem
diagnésticos muito teis, também é importante ser capaz de resumi-los em
um tUnico diagnéstico.

Hills and Trucano (1999, 2001) usam um test qui-quadrado para com-
parar o simulador com o processo real numa abordagem de validacao e ver-
ificagdo (V&V). A mesma idéia pode ser usada como um diagndstico para
comparar predicoes do emulador com outputs do simulador sob os mesmos
inputs. O diagnéstico que eles propuseram é dado por

Dy (y") = f: D{(y")*. (3-2)
=1

Para um grande conjunto de dados de treinamento, i.e. quando n — oo,
e com valores do output independentes, a distribuicao de D2 (U(X(”)))
converge para uma distribuicao qui-quadrado com m graus de liberdade.
Entretanto, a suposicdo de independéncia é muito forte. Por exemplo, se
o simulador é uma funcao suave, entao outputs parecidos sao esperados
quando os elementos estao perto uns dos outros no espaco dos inputs. Essa
correlacao é capturada pelo emulador na fungao de covariancia (1.17).

Uma extensao natural de (3.2) permitindo a correla¢ao entre os outputs
é a distancia de Mahalanobis entre o emulador e os outputs do simulador
no conjunto de inputs de validacao, dada por

Dan(y®) = (v — B [nXO)y] ) (v [1x)ly]) (v~ B [nx)py]) |
(3.3)

onde os elementos do vetor de média preditiva E [n(X(”))]y] e a matriz

de covariancia preditiva V [n(X(v))‘Y} para o emulador gaussiano sao dados
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por (1.17) e (1.18) respectivamente. Valores extremos (grandes ou pequenos)
para a distancia de Mahalanobis observada (D, p(y(*))) indicam um conflito
entre o emulador e o simulador.

Sob normalidade do emulador, a distribuicio de Dysp(n(X®)) condi-
cional nos dados de treinamento e em uma estimativa do parametro de
correlagdo ¢ é uma distribuigao F-Snedecor escalonada com m e n — ¢q graus

de liberdade,

(n—q)

i —g — 2 Do (XI5 ~ Py (3.4)

O valor esperado e a variancia da distancia de Mahalanobis sdo, respec-
tivamente, dadas por

E[Dyp(n(X")y, 0] = m,

. 2m(m+n —q—2
Var[Dap(n(X™))]y, 6] = ( n—gq _Z )'

Como mencionado anteriormente, um valor nao esperado pequeno ou
grande de Dyp(y™) indica um conflito entre o emulador e o simulador.
Se esse problema acontece, é importante explorar erros individuais, para
procurar por padroes de valores pequenos ou grandes, para identificar a
causa mais provavel do problema. Com esse objetivo, agora iremos con-
siderar maneiras alternativas de decompor a distancia de Mahalanobis em
diagnésticos individuais.

Decomposigoes da variancia

Erros de predigao individuais (3.1) sao correlacionados, o que introduz al-
guns riscos em sua interpretacao. Também, olhando para erros individuais
pode nao identificar efetivamente alguns conflitos entre o emulador e o sim-
ulador. Por exemplo, dois erros podem nao ser individualmente grandes,
mas se eles tém sinais opostos quando eles sao altamente correlacionados,
entao isso sugere um conflito. Seja G uma matriz de desvio padrao tal que
Vin(X®)]y] = GGT. Entdo, o vetor de erros tranformados

Da(y") =G (y") = E(X™)ly]) (3.5)

Sao nao correlacionados e tém variancia unitaria. Se a suposicao de nor-
malidade para os outputs é razodvel, a distribuicao de cada um desses erros
é t-student com (n — q) graus de liberdade. Nés podemos considerar isso
como um conjunto alternativo de diagndsticos. Assim como com 0s erros
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D! (y(”)), nds procuramos por erros individuais transformados grandes e
padrées de valores grandes ou pequenos. Entretanto, a estrutura de G nos
dard diferentes interpretacoes para esses padroes. Essa abordagem é similar
a de Houseman et al. (2004), que usa residuos individuais rotacionados para
modelos lineares com erros correlacionados.

Outra propriedade desse diagnéstico é que Dyp(y™) = Dg(y ™) Dg(y™).
Isto é, a soma de quadrados dos elementos de Dc;(y(”)) é a distancia de Ma-
halanobis, e entdo ndés podemos interpretar esses diagndsticos como uma
decomposicio de Dyp (y(”)).

Existem muitas maneiras de decompor uma matriz positiva definida no
produto de uma matrix raiz quadrada e sua transposta. As escolhas natu-
rais sdo a decomposicao de Cholesky e a decomposicao de auto-valor/vetor
(eigen decomposition) (Golub and van Loan 1996). A decomposicao de auto-
valor /vetor é muito popular, mas a decomposi¢ao de Cholesky é computa-
cionalmente mais eficiente e nés veremos que ela tem também uma inter-
pretagao mais intuitiva que a decomposigao de auto-valor/vetor.

decomposicao de auto-valor/vetor Quando G é a matriz de decom-
posicao de auto-valor/vetor, nés denotamos os elementos do vetor Dg (y(”))
por DF(y™)), e os chamamos de erros de auto-valor/vetor. Quando um
grande DZE (y(”)) é identificado, mais infromacao pode ser obtida ao estudar
quais erros individuais tém os maiores pesos na combinacao linear. Se o
peso for tao importante quanto os erro individual, entdo esse erro deve ser
estudado como sugerido na secao 3.1.2. Se o peso enfatiza um subconjunto
de erros de precigao individuais, entao isso pode indicar um problema numa
regiao do espaco dos inputs no entorno dos inputs dos dados de validagao
associados, indicando um possivel problema de nao estacionaridade.

Decomposicao de Cholesky. A decomposicdo de Cholesky é um
caso especial quando GT ¢é a tnica matriz triangular superior R tal que
Vin(X®)ly] = RTR, e denotamos os elementos do vetor Dg(y™) por
DE(y™), e os chamamos erros de Cholesky. Entdo G™' é também uma
matriz triangular, e Dio (y(”)) ¢ a Unica combinacgao linear dos primeiros %
erros de validagao tal que sua variancia preditiva é a variancia condicional
do i-ésimo erro de validacao dados os outros i — 1 erros. Apesar dessa abor-
dagem ter o beneficio de produzir erros transformados nao correlacionados
que ainda estao relacionados com os pontos de validagao individuais (em
contraste com a decomposi¢ao de auto-valor/vetor), a decomposi¢ao nao é
invariante a como ordenamos as observacoes, e padroes de valores altos e
baixos nao tém uma interpretacao obvia.

Decomposicao pivotal de Cholesky. Permutando o conjunto de
dados de validacao, obtemos uma decomposi¢ao de Choleski diferente. E
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cada uma dessas permutacoes podem identificar anomalias diferentes. En-
tretanto, para ter os beneficios de ambas decomposigoes (Choleski e de auto-
valor/vetor), notamos que os diagnésticos mais efetivos sdo obtidos permu-
tando os dados de forma que o primeiro elemento é o elemento com maior
variancia, o segundo elemento é o que possui maior varidncia condicional no
primeiro elemento com maior variancia, e assim por diante. Entao denota-
mos os elementos do vetor Dg(y™)) por DFC(y®)) e os chamamos erros
pivotais de Cholesky. Essa permutagao pode ser obtida aplicando a decom-
posicao pivotal de Cholesky, a qual retorna a matriz P e a tnica matriz
triangular R tal que PTV[n(X®)|y]P = RTR. Entdo G = PRT.

Um grupo de grandes erros pivotais de Cholesky na primeira parte da
sequéncia sugere nao-homogeneidade, enquanto grandes ou pequenos erros
na parte final da sequéncia indicam ma& estimacdo de é ou uma escolha
inapropriada da estrutura de correlacdo. Além disso, temos o beneficio
que cada um dos DY C(y)s estd associado com um particular ponto de
validagao, o que torna mais facil investigar os grandes erros.

Métodos graficos

Gréficos formam uma maneira eficiente de investigar a adequacgao de predigoes
de emuladores e de checar algumas suposicoes feitas na construcao do emu-
lador (1.16). N6és propomos alguns métodos graficos usando ambos erros
individuais padronizados (3.1) e os erros padronizados nao correlacionados
(3.5).

Grafico dos erros individuais contra as predi¢goes do emulador.
Nesse diagnostico grafico, nés procuramos por padroes sugerindo um pro-
blema na funcao de média. Por exemplo, se para alguns intervalos do output,
os erros sao sistematicamente positivos (ou negativos) isso indica a mé es-
pecificacao da funcao de média. Heterocedasticidade dos erros individuais
sugere que o simulador deve ser estudado como um processo nao estacionario.
Grandes erros individuais em valor absoluto podem sugerir que a variancia
preditiva é muito pequena, e erros individuais muito perto de zero podem
sugerir uma variancia muito grande.

Além de fazer o grafico dos erros individuais D!(y(*)) dessa maneira,
podemos fazer o grafico dos erros nao correlacionados padronizados obtidos
por decomposicao de Cholesky ou Cholesky pivotal, porque cada erro pode
ser mapeado a uma predicao do emulador. Entretanto, é menos provavel
ver grupos de desvios sitematicos indicando problemas na fun¢do de média.
Considere, por exemplo, um grupo de erros individuais positivos em alguma
parte do grafico. Esses podem ser pontos de validagdo que estao relativa-
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mente muito perto no espaco dos inputs. O primeiro desses a ser colocado no
grafico na sequéncia de Cholesky ou Cholesky pivotal Df (y™®) ou DF Cy®@)
pode se mostrar no grafico como um erro grande, mas os subsequentes sao
condicionados nos primeiros e podem aparecer normais.

Nao podemos fazer graficos dos erros nao correlacionados padronizados
obtidos por decomposicao de auto-valor/vetor dessa maneira.

Grafico dos erros contra os indices O significado do indice depende
de qual erro usamos para fazer o grafico. Para erros individuais D (y()
e erros de Cholesky Dic (y(”)), o indice ¢ é a ordem do dado de validagao.
Para erros de auto-valor/vetor, o fndice é a ordem de DF(y("))s que possui
a malor variancia preditiva. E para os erros de Cholesky pivotais, o indice
é a ordem de pivotamento, que da a ordem dos DZ-P C(y(”))s com as maiores
variancias condicionais preditivas. Para todos esses graficos, é esperado que
os erros flutuem em torno de zero com varidncia constante e sem padrao.
Muitos erros grandes indicam sub-estimacao da varidncia. Por outro lado,
muitos erros pequenos indicam sobre-estimacao da variancia. Em ambos os
casos, pode também sugerir que o simulador é um processo nao-estacionario.

A decomposicao de Cholesky pivotal e a decomposigao de auto-valor/vetor
fornecem uma interpretacao extra que podemos associar com a estrutura de
correlagao. Em ambos os casos, se nés observamos ou erros muito grandes
ou muito pequenos no comeco do grafico, i.e. do lado esquerdo, indica falha
na estimacao da variancia preditiva, ou nao estacionaridade. Se observamos
erros grandes (ou muito pequenos) no final do gréfico, entretanto, i.e. no
lado direito, indica que os parametros de alcance da correlagao foram sobre
(sob) estimados ou a estrutura de correlagao escolhida ¢é inapropriada.

Graficos quantil-quantil. Sob normalidade, os erros nao correlaciona-
dos Dg(y(”)) tém distribuigao t-student padrao com (n — ¢) graus de liber-
dade. Entao, o gréfico quantil-quantil (QQ-plot) usando essa distribuigao
se torna um grafico natural pra diagndstico. Num QQ-plot, se os pontos
estao perto da reta de 45 graus que passa pela origem, a normalidade dos
outputs do simulador é considerada uma suposicao razodvel. Se os pontos
se agrupam em torno de uma reta com coeficiente angular menor (ou maior)
que um, a implicacao é de que a variabilidade preditiva foi super-estimada
(sub-estimada).

Curvatura nesse grafico indica nao normalidade, enquanto outliers no
comeco ou no final do grafico sugerem problemas de ajuste ou nao- esta-
cionaridade.

A interpretacao do QQ-plot usando erros nao correlacionados padroniza-
dos ¢ independente do método de decomposicao, e é em geral informativo
para ambas decomposicao de auto-valor/vetor e decomposi¢ao de Cholesky.
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Apesar da distribuicio de cada erro individual padronizado D! (y®) ser a
t-student padrao, o fato de que os erros sao correlacionados faz o QQ-plot
mais dificil de interpretar.

Grafico dos erros contra os inputs. Fazer o gréfico dos erros padroni-
zados contra os valores correspondentes de cada input pode ser util. Mais
uma vez, esperamos ver uma banda horizontal contendo os erros. Esses
graficos sao usados para identificar comportamentos diferentes dos erros em
algumas partes do espago dos inputs, indicando possivel falha da suposicao
de nao-estacionaridade. Esse grafico pode também indicar que a relacao
entre o input e a predigdo nao foi completamente representada na funcao
de média. Por exemplo, nés podemos identificar um padrao que nao foi
incluido na funcao de média.

Note que nao podemos fazer o grafico dos erros de auto-valor/vetor dessa
maneira. E possivel fazer o grafico dos erros de Cholesky e Cholesky pivotal,
mas a ligagdo entre cada erro e o dado de validagao, faz com que a inter-
pretacao seja complicada pelo condicionamento da mesma forma de quando
fazemos o gréafico contra a média do emulador.

3.1.3 Exemplos

Nés utilizaremos os diagnésticos para o exemplo 1.4.2, onde o dado de treina-
mento é composto por 20 pontos selecionados usando amostragem de hiper-
cubo latino. O dado de validacao é composto por 25 pontos independente-
mente selecionados usando outra amostra por hipercubo latino. Figura 3.1
apresenta os dados de treinamento e validacdo. Usando o dado de treina-
mento, os parametros de alcance da correlacao estimados sao (51,32) =
(0.2421,0.4240).

Entao, nés prevemos o output para os pontos de validacdo usando um
processo t-student (1.16) condicional nos dados de treinamento e nos al-
cances de correlacao estimados. O diagndstico de qui-quadrado observado,
D, (y(¥)) = 24.411, é muito préximo do seu valor esperado E[D,- (n(X®))] =
25, sugerindo que o emulador é uma boa aproximagao para o simulador. En-
tretanto, esse diagnéstico ignora o fato de que os outputs sao correlaciona-
dos. Tabela 3.1 apresenta a distancia de Mahalanobis observada e intervalos
de credibilidade, e algumas estatisticas de suas distribuicoes preditivas.

A distancia de Mahalanobis observada, Dysp(y(*)) = 70.36, ¢ um valor
extremo de sua distribuigao tedrica, a distribuicao F escalonada com parame-
tros (25,18). Isso indica conflito entre emulador e simulador. O intervalor de
credibilidade diagndstico observado é menos dramético. Vemos que 92% (23
em 25) dos outputs do simulador caem dentro dos repectivos intervalos de
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Figura 3.1: Dados de treinamento (e) e validacao (A) amostrados usando
independentes esquemas de amostragem por hipercubos latinos.

credibilidade marginal de 95% construidos pelo emulador. O menor quartil
da distribuicao de Dgr(n(X®)) obtido por simulacéo, é 0.92, e de fato nao
é surpreendente ter 2 valores em 25 fora dos intervalos de 95%.

Os diagnésticos de qui-quadrado e os intervalos de credibilidade su-
gerem que as predigoes dos emuladores sao marginalmente satisfatérias mas
a distancia de Mahalanobis deixa claro que conjuntamente elas nao sao
vélidas. Isso pode estar relacionado com a ma estimacao dos parametro
de alcance da correlagao ou a nao homogeneidade no espago dos inputs.

Tabela 3.1: Distancia de Mahalanobis observada e intervalos de credibilidade
diagnésticos, com algumas estatisticas das distribuicoes preditivas.
Obs. Expected Std. dev. 1stQ Median 3rdQ
Duyp(-) 70.360 25.000 12.404 16.016  21.778  29.438
Der()  0.920 0.951 0.072 0.920 1.000 1.000

Figura 3.2 apresenta alguns diagnosticos gréaficos usando erros padroniza-
dos individuais. Figura 3.2 (a) apresenta os erros padronizados individuais
contra as predicoes do emulador dado o valor esperado. Nao ha nenhum
padrao obvio, apesar dos dois maiores erros individuais estarem associa-
dos com valores pequenos das predicoes, o que pode indicar um problema
na fungao média ou um problema de nao estacionaridade. Figura 3.2 (b)
é 0 QQ-plot dos erros individuais, e confirma o que foi indicado pelos di-
agnosticos de qui-quadrado e intervalos de credibilidade de que as predigoes
parecem validas marginalmente.
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Para checar um possivel problema de estacionaridade, fazemos o grafico
dos erros individuais padronizados contra cada input, Figura 3.2 (c) e (d).
Os dois erros grandes sao associados com valores pequenos do input 1, e
valores grandes do input 2. Isso pode estar conectado com uma sub-regiao do
espaco dos inputs nao representada pelos dados de treinamento. Se possivel,
novas rodadas do simulador nessa sub-regiao podem melhor o emulador.
Também, podemos notar na Figura 3.2 (c) que quanto maior o valor do
input 1, menor a variabilidade dos erros individuais. Isso pode indicar nao
estacionaridade, ou talvez uma sobre-estimacao do parametro de alcance da
correlagao d;. Para o segundo input, Figura 3.2 (d), ndo ha padrao para os
erros.

D'(y)
D'(y)

,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,

T T
6 8 10 12 -2 -1 [ 1 2
E(()ly) Theoretical Quantiles

(a) (b)

T
2 4

,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,

o'(y)
o'(y)

Figura 3.2: Diagnoésticos graficos para o exemplo usando erros individuais
padronizados: (a) D!(y(")) contra as predicées dos emuladores; (b) grafico
quantil-quantil; (¢) D;(y®)) contra input 1; (d) D;(y()) contra input 2.
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Os diagnosticos apresentados na Figura 3.2 ignoram a estrutura de cor-
relagao dos erros, e dessa forma, nao tratam o problema encontrado pela
distancia de Mahalanobis. Figure 3.3 apresenta disgndsticos gréaficos usando
erros padronizados nao correlacionados.

Os erros de auto-valor/vetor apresentados na Figura 3.3 (a), onde pode-
mos observar erros grandes no final dos graficos. Isso claramente indica um
problema na estrutura de correlagdo, que pode ser uma mé especificagao
da funcao de correlcao, ou uma sobre-estimacao dos parametros de alcance
da correlagdo. Quando examinamos os pesos dados pelo vetor de auto-
valor/vetor para os erros grandes, nao podemos identificar um padrao para
os componentes 16°, 17° e 23° dos erros de auto-valor/vetor. Entretanto, as
componentes do 21° valor indica que o 5° ponto de validacao é muito im-
portante para o tamanho dos erros de auto-valor/vetor. E todos os pontos
de validagao relacionados aos maiores pesos do 24° e 25° erros apresentam
valores para o input 1 que sao menores que 0.5.

Os erros de Cholesky pivotais sao apresentados na Figura 3.3 (b). Grandes
erros sao novamente observados no final do grafico nesse diagndstico, sug-
erindo um problema com a estrutura de correlacao. Entretanto, com esse
grafico é facil explorar a natureza do problema, porque ha apenas dois va-
lores grandes e podemos conectar cada um com um tunico ponto de va-
lidagao. Os seus vetores de input sao (0.14, 0.58) e (0.18, 0.10). Esses dois
pontos sao diferentes dos dois grandes erros padronizados individuais, mas
eles também sao caracterizados por valores pequenos do input 1, sugerindo
que as predicoes dos emuladores nao sao validos nessa parte do espago dos
inputs.

Figura 3.3 (c¢) apresenta o QQ-plot dos erros de Cholesky pivotais, onde
podemos notar que os pontos se agrupam em torno de uma reta com coe-
ficiente angular ligeiramente maior que um, de forma que pode haver uma
ligeira sub-estimacao da variabilidade preditiva. Entretanto, os dois outliers,
que sao os maiores valores na Figura 3.3 (b), sdo a principal caracteristica
desse grafico.

Em resumo, os diagndsticos graficos e numéricos indicam alguns conflitos
entre o emulador e o simulador. O conflito parece estar relacionado com ma
estimacao dos parametros de correlacao, e talvez a nao-estacionaridade e
também a dados de treinamento que nao cobrem adequadamente a subregiao
do espaco dos inputs onde X; tem valores menores que 0.2.

Como o simulador (1.20) é uma fungao simples, podemos rapidamente
rodé-lo mais vezes. Entao, combinamos os dados de treinamento com os
dados de validagao, mais 5 observagoes selecionadas numa subregiao do
espaco onde os inputs sao menores que 0.5. Usando o dado de treina-
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Figura 3.3: Diagnosticos graficos para o exemplo usando os erros padroniza-
dos nao correlacionados: (a) os erros de de auto-valor /vetor D (y(*)), contra
o autovalor; (b) os erros the Cholesky pivotais DFC(y(*)), contra a ordem
pivotal; (¢) QQ plot dos erros de Cholesky pivotais.

mento atualizado, os parametros de alcance da correlagao estimados sao
(51, 32) = (0.1764,0.4116), que sdao menores que a estimativa anterior, con-
firmando a suspeita de sobre-estimacéao, especialmente d;.

Um novo dado de validagao foi selecionado usando amostragem por
hipercubo latino, e a distancia de Mahalanobis e intervalos de credibilidade
sdo apresentados na Tabela 3.2. A distancia de Mahalanobis é ainda maior
que esperado, mas agora sugere muito menos conflito com o simulador. O
intervalo de credibilidade novamente indica que as predi¢oes do emulador
para o dado de validacao sao individualmente razoaveis.

Tabela 3.2: Distancia de Mahalanobis observada e intervalos de credibili-
dade, com algumas estatisticas de suas distribuigoes preditivas, usando o
novo dado de treinamento.

Obs. Esperado Desvio padrao  1°QQ  Mediana  3°Q

Dyp(-) 51.129 30 10.230 23.172 28,958  36.324
Dcr(-)  0.933 0.950 0.058 0.933 0.967 1.000

Figura 3.4 (a) apresenta os erros padronizados individuais. Nao ha ne-
nhum padrao obvio, e apesar de haver alguns erros fora das bandas de cred-
ibilidade, eles nao sao grandes o suficiente para sugerir algum conflito mais
sério. Figura 3.4 (b) sugere que o emulador estd sub-estimando os valores
grandes do output, e talvez nao esteja capturando adequadamente o pico na
superficie do output.
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Os erros de Cholesky pivotais sao apresentados na Figura 3.4 (c). Apesar
de nao haver erros grandes, muitos estao fora das bandas de credibilidade.
O QQ-plot dos erros de Cholesky pivotais, Figura 3.4 (d), confirma que a
variabilidade predita dos emuladores é um pouco menor que a variabilidade
observada.
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Figura 3.4: Diagnosticos graficos para o exemplo com novo dado de treina-
mento: erros individuais padronizados D'(y(*)) contra (a) a ordem de
validacao, e (b) predi¢oes do emulador; (c) erros de Cholesky pivotais
DPC(y™®) contra a ordem de pivotamento; (d) QQ-plot dos erros de
Cholesky pivotais.

Apesar dos diagndsticos indicarem que talvez ainda existam alguns pro-
blemas de validacao, o emulador construido com o dado de treinamento
atualizado melhorou as predicoes. Nesse ponto, podemos fazer uma con-
strugao final do emulador usando todas as rodadas (o dado de treinamento
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original, o dado de validacao original, os 5 pontos extras e o dado final de
validacao). Nés esperamos que o emulador final seja vélido, de acordo com
os poucos problemas encontrados na segunda etapa de teste de validagao, e
nao precisaremos validd-lo novamente.

Figura 3.5 mostra a melhora no emulador. Figura 3.5 (a) mostra a
média do emulador contra os dois inputs, baseando-se somente no dado de
treinamento original. Figuras 3.5 (b) e (c) mostram como o emulador evolui
ao incluirmos o dado de validacao original e os 5 pontos extras, e entao
incluimos também o dado de validagdo adicional. O dado de treinamento
para cada emulador e também o dado de validacao usados para diagndstico
sao ilustrados em cada grafico. Figura 3.5 (d) apresenta o valor verdadeiro
do simulador (um gréfico que em geral nao esta disponivel em simuladores
reais). Figura 3.5 (d) mostra que essa é uma funcao dificil de emular, a qual
é muito sensivel a valores pequenos do input 1. O emulador original nao
captura esse comportamento, mas depois de incluir os dados de validacao
originais e mais 5 pontos a forma correta comega a aparecer. O emulador
final na Figura 3.5 (c) fornece uma boa representacao do simulador.

3.2 Calibracgao

Em estatistica, calibracao é o termo usado pra descrever o precesso inverso de
ajustar o modelo ao dado, apesar de ser referido em modelos dinamicos como
estimagao de parametros ou assimilacao de dados. Aqui, nés consideramos
o problema no qual nés temos um modelos computacional de um sistema
fisico juntamente com observagoes desse sistema. O objetivo é combinar a
ciéncia capturada pelo modelos computacional com as observacoes fisicas de
forma a aprender sobre o valor dos parametros e sobre as condigoes iniciais
do modelo. Queremos incorporar

1. o modelo computacional, 7(-),
2. dados de campo do sistema fisico, Dfelq,

3. qualquer outra informacao adicional.

No6s consideramos cada uma dessas fontes.

O modelo computacional

O modelo computacional, 7(-), é considerado um mapeamento do espago
dos inputs O, para o espago dos outputs Y C R™. Os parametros do input
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f € O sao os parametros de calibracao que queremos estimar. Eles po-
dem ser constantes fisicas (apesar cuidado é necessario na identificagdo de
parametros como constantes fisicas; veja Secao 3.2.2), contantes especificas
do contexto, ou parametros que devem ser ajustados para fazer o modelo
ter uma boa performance. Esses s@o parametros que precisariam ser especi-
ficados se estivessemos fazendo um experimento fisico. Modelos também
frequentemente tém parametros a serem controlados que atuam como indi-
cadores do contexto ou como troca de cendario. Por motivos de clareza, nés
iremos ignorar esses inputs, mas note que a abordagem apresentada aqui
pode ser extendida para lidar com esse caso se consideramos o espaco dos
inputs como sendo © x 7, onde 7 é o espago das varidveis de controle (veja
detalhes em Kennedy and O’Hagan (2001))

O foco dessa secao é na calibracao de modelos computacionais cujos
tempos para rodar sao muito longos. N6s mostramos como calibrar modelos
estocasticos baratos na Secao 3.3. Uma consequéncia desse custo é que
teremos poucas rodadas disponiveis do modelo. Em outras palavras, havera
um conjunto de N pontos de planejamento D = {6; : i =1,..., N} para os
quais nés sabemos o output do modelo Dgiy, = {y; =n(0;) :i =1,...,N};
Toda a informacéao do modelo vird dessa rodada somente. A questao de
como escolher os pontos de planejamento D é discutida na Segao 2.1, e
nos assumiremos que as rodadas Dy, disponiveis para andlise foram bem
planejadas.

Observagoes de campo

No6s assumimos que temos observacoes do sistema fisico, Dgelq, que direta-
mente corresponde a outputs do modelo computacional. Seja (; a realidade
em t, onde ¢t é uma varidvel de indice tal como tempo ou localizacao, e
assuma que o dado de compo é uma medicao da realidade em ¢ com erro
aleatorio independente. Isto é

Diiea(t) = Gt + & (3.6)

onde ¢ ~ G(-) para alguam distribuicao G. Uma suposi¢ao usual é de
que G é a distribuicio gaussiana, ¢, ~ N(u,07). Essa suposi¢io nido é
estritamente necessaria, entretanto, usar distribuicoes gaussianas facilita a
inferéncia quando usamos emuladores gaussianos como veremos aqui. Ou-
tras suposigbes usuais sao que u; = 0 para todo t, e frequentemente temos
erros homocedésticos de forma que o2 = o2 para todo ¢, entretanto, nen-
huma dessas suposicoes é necessaria para a andlise. NOs tratamos os erros do

modelo de forma separada do erro de medida por razoes descritas na Segao
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3.2.2. Um dos beneficios disso é que e genuinamente representa o erro de
medida. Como na maioria das vezes a taxa de erro de medida é conhecida,
e serd usualmente reportada com as medigoes, ndés assumimos que i € o
sao constantes conhecidas neste texto. Se este nao for o caso, é possivel
aprender sobre esses aprametros junto com os outros.

Outras informacgoes relevantes

Calibragdo é primariamente a combinac¢do da fisica no modelo com ob-
servacoes de campo para produzir estimativas dos parametros. Mas, fre-
quentemente havera informagao adicional vinda de especialistas que deve
ser introduzida no modelo. Parte dessa informagcao serd informacao a priori
sobre os valores mais provaveis dos inputs, obtida através de experimentos
anteriores e literatura, e serd representada pela distribuicao a priori 7(6). Os
usudrios do modelo podem também ter algum conhecimento a respeito de
quao acuradamente o simulador representa o sistema. Como explicado em
mais detalhe a seguir, quando calibramos um modelo é importante acomodar
discrepancias entre o modelo e a realidade. Desenvolvedores de modelo fre-
quentemente sao capazes de fornecer informagao sobre como e onde o modelo
pode estar errado. Eles podem, por exemplo, ter mais confianca em alguns
outputs do modelo do que em outros, ou eles podem ter mais crenca nas
predicoes em alguns contextos do que em outros. Todas essas informacoes
podem ser incorporadas na andlise. Idealmente, informagcao deveria ser elic-
itada de especialistas antes deles terem observado rodadas do modelo ou
dados de campo, entretanto, na pratica esse nao é o caso. Garthwaite et al.
(2005) apresenta uma introdugao a elicitagao de crengas de especialistas.

3.2.1 Abordagem de calibracao estatistica

O método de calibracao apresentado aqui é baseado na abordagem dada em
Kennedy and O’Hagan (2001) e usa o conceito de um melhor-input (Gold-
stein and Rougier 2009). O método assume que existe um tnico melhor
valor de #, o qual chamamos é, tal que o modelo rodado em 0 resulta a rep-
resentacao mais acurada do sistema. Note que 6 é o melhor valor somente no
sentido de representar mais acuradamente os dados de acordo com a estru-
tura especifica do erro, e como discutido anteriormente, o valor encontrado
para 6 nao precisa coincidir com o verdadeiro valor fisico de #. Uma con-
sequéncia dessa suposicao é que a rodada do modelo em seu melhor input
¢ suficiente para a calibracdo, no sentido que uma vez que conhecemos n(é)
nés nao podemos aprender nada além disso sobre a realidade a apartir do
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simulador.

Uma suposicao natural porém incorreta em calibracao é assumir que nés
observamos a predi¢ao do simulador mais perturbagao aleatéria indepen-
dente. Se o simulador nao é uma representacao perfeita da realidade, essa
suposi¢ao é errada e pode levar a sérios erros na andlise e nas predigoes
futuras. De forma a relacionar a predicao do simulador com a realidade nds
devemos permitir a existéncia de erro de modelo. Podemos fazer isso com
um termo de erro aditivo e dizer que a realidade ¢ é a melhor predi¢cao do
simulador mais um erro de modelo 9:

¢=mn(0) + 9. (3.7)

Equacoes (3.6) e (3.7) descrevem completamente a forma estrutural as-
sumida na abordagem de calibracao de Kennedy and O’Hagan (2001). Com-
binando as duas equagoes resulta em

Diiela = 0(0) + 6 + € (3-8)

onde todas as quantidades nessa equagao sao vetores. Uma consequéncia da
abordagem do melhor input é que n(é) ¢ independente de § nos permitindo
especificar crencas sobre cada termo sem fazer referéncia aos outros. Uma
representacao esquematica da estrutura de independéncia condicional as-
sumida para calibracao é mostrada na Figura 3.6.

Em secoes posteriores, suposicoes sobre distribuigoes sao discutidas para
todos os termos no lado direito da equagao (3.8), mas antes consideramos
brevemente o processo de inferéncia. Calibragao é o processo de julgar quais
valores dos inputs sao consistentes com o dado de campo, o modelo e qual-
quer crenga a priori. A abordagem Bayesiana para calibragao é a de achar
a distribuicao a posteriori do parametro de melhor input dado essas trés
fontes de informagao; Isto é, queremos encontrar

ﬂ-(éu)sim» Deld, E)7

onde E representa a informacao disponivel, D, as rodadas do modelo, e
Drgela as observacoes de campo. A posteriori dd pesos relativos para todo
0 € O, e representa nossas crencas sobre o melhor input a luz da informacao
disponivel.

Para calcular a distribuicao a posteriori, nés usamos o teorema de Bayes
para ver que a posteriori de 6 é proporcional a sua verossimilhanca multi-
plicada por sua distribuicao a priori:

W(é’Dsima Dﬁelda E) X W(Dsimy Dﬁeld’év E)”T(é‘E) (3'9)
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Frequentemente, a parte mais dificil de qualquer calibracao é a especificacao
da verossimilhanga, achar a distribuicao a posteriori é em teoria somente o
célculo de uma integral. Na pratica, isso em geral requer aplicacao cuidadosa
de técnicas de integracao numérica tais como o algoritmo de Monte Carlo via
Cadeias de Markov (MCMC). Uma vez que tenhamos assumido distribuigoes
para 0, € e possivelmente n(é), a estrutura mostrada na Figura 3.6 nos
permite calcular a funcao de verossimilhanga para o dado.

3.2.2 Erro do modelo

Existem varias razoes porque simuladores sao quase sempre representagoes
imperfeitas dos sistemas fisicos que querem predizer. Por exemplo, o en-
tendimento do pesquisador sobre o sistema pode estar equivocado, ou talvez
nem todos os processos fisicos foram incluidos na anélise, ou talvez existem
inacurdcias numéricas na solucao das equacdes do modelo, e assim por di-
ante. Se desejamos fazer predigoes acuradas é importante acomodar esse
erro, caso contrario, podemos ter um nivel de confianga nao realistico nas
nossas predigoes.

Se escolhemos nao usar um termo de erro no modelo fazemos a suposi¢ao
que observacoes sao a melhor predicao do simulador mais ruido branco, i.e.,

Diieta = f(0) + ¢

onde ¢; ¢ independente de €; para t # s. Frequentemente, a magnitude do
erro de medida associado com o instrumento de mensuracao ¢ insuficiente
para acomodar a variabilidade observada no sistema, levando a um ajuste
pobre do modelo na calibragao. Uma solugao pode ser inflacionar a variancia
do erro para acomodar essa falta de variabilidade, entretanto, isso também
causard problemas no nivel de confianca na predicao. Por outro lado, a
estrutura de erro branco de €, o termo de erro do modelo § geralmente tem
uma, estrutura mais rica, usualmente com J; altamente correlacionado com
ds para t perto de s. Usando erros correlacionados uma acurdcia maior pode
ser obtida.

Uma consequéncia de usar um simulador imperfeito na calibragao, é que
os parametros do modelo podem nao corresponder aos seus correspondentes
fisicos. Por exemplo, num simulador da circulagao no oceano podemos ter
parametros chamados viscosidade e pode ser possivel conduzir um experi-
mento para medir o valor fisico da viscosidade no laboratério. Entretanto,
como o simulador é uma representagao imperfeita do sitema, podemos con-
cluir que usando o valor fisico da viscosidade leva a predicbes mais pobres
do que usando um valor determinado por calibragao estaistica. O fato que
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parametros do modelo podem nao ser parametros fisicos deve ser bem en-
fatizado para especialistas quando elicitando a distribuicao a priori 7T(9|E)
presente na equacao (3.9).

A questao de como escolher um modelo adequado para J é uma area
ativa de pesquisa estatistica, e a abordagem tomada depende da quantidade
de dados disponivel. Em situacoes onde dado ¢é farto, métodos direcionados
pelos dados podem ser usados com especificagao de prioris nao informativas
para ¢. Entao, por exemplo, em previsao do tempo, cada dia uma previsao é
feita e no préximo dia dados sao coletados e podem ser usados para validar
as previsoes dos dias anteriores. Em situacoes como essa, Kennedy and
O’Hagan (2001) sugerem o uso de processos gaussianos para ¢, com prioris
nao informativas em qualquer parametro em 6.

Se o dado disponivel é limitado, entao a opiniao do especialista se torna
importante. Goldstein and Rougier (2009) introduziram a idéia de um mo-
delo concretizado (reified model) num experimento pensado para ajudar a
elicitar crengas sobre o erro do modelo. O modelo concretizado é a versao
do modelo que rodariamos se tivéssemos recursos computacionais ilimitados.
Entao, por exemplo, em modelos para o clima global a superficie da Terra é
dividida em uma grade e a computacao assume cada célula da grade como
homogénea. Se os recursos computacionais infinitos estiverem disponiveis
poderiamos fazer o tamanho da célula tender a zero, resultando um continuo
de pontos no globo. Apesar de ser uma impossibilidade, pensar sobre o
modelo concretizado nos ajuda a quebrar o erro do modelo em pedagos
mais facies de lidar. Nos podemos considerar a diferenca entre o modelo
computacional e o modelo concretizado, e entao a diferenca entre o modelo
concretizado e a realidade. Essa abordagem pode ser uma maneira para
ajudar pesquisadores a pensar mais cuidadosamente sobre 6(-). Murphy
et al. (2007) tomam uma direcao diferente e usam cendrios dos modelos. Eles
olham para as predi¢oes do modelo calibrado em um colegao de diferentes
modelos climéticos e os usam para acessar qual o erro do modelo em seu
modelo.

3.2.3 Incerteza no cédigo

Se o modelo computacional é rapido de rodar, entdo podemos assumir que
seu valor é conhecido para todas as configuracoes possiveis do input, como
em qualquer procedimento de inferéncia podemos avaliar o modelo sempre
que seu valor for necessario. Nesse caso, o calculo da posteriori de calibragao

W(H\Dﬁelm f7 E) X 7T(Y)ﬁelda ’67 f7 E)W(G‘E)7 (310)
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onde f representa o modelo computacional, é relativamente facil ja que a
abordagem de calibragao (3.8) diz que

Dgerd — f() =6 + €.

Dados as distribuicoes para a discrepancia do modelo § e erro de medida e
podemos calcular a verossimilhanca do dado de campo, e entao encontrar a
distribuigao a posteriori. Se o modelo nao é rapido de rodar, entao o valor do
modelo é desconhecido em todos os valores do input diferentes dos valores do
planejamento D. Essa incerteza sobre o output do modelo em configuragoes
nao usadas do input é usualmente chamada incerteza do cddigo. Para aco-
modar essa fonte de incerteza na calibracao usamos o método de emulacao
descrito no Capitulo 1 para fornecer um modelo estatistico que descreva
nossas crencas sobre o output para todos os possiveis valores do input.

3.2.4 Exemplo: modelo climatico (continuagao)

Nos agora continuamos o exemplo de modelo climatico introduzido na Segao
2.5 e descrevemos como usar o emulador de componentes principais para
calibrar o modelo de UVic para a sequéncia de Keeling and Whorf (2005)
de medicoes de COs.

Lembre que nosso objetivo é encontrar a distribuicao de 6 dadas as ob-
servacoes e as rodadas do modelo,

7(0|Dtie1d> Dsim) X 7(Dfietd| Dsims 0)7 (0] Dsirn )
o 7(Dsield | Dsim; 0)7(H)

onde notamos que m(Dgim|f) = 7(Dsim), entdo pode ser ignorado na dis-
tribuicao a posteriori de 0, deixando 7 (Dtield | Dsim é) a ser especificado para
encontrarmos a posteriori. A metodologia de calibragdo dada na equagao
(3.8) contém trés termos diferentes, 1(f),d e €, os quais precisamos no mo-
delo. A abordagem do melhor input garante que o parametro 0 é escolhido
de forma que n(é) e ¢ sao independentes para todo t (Kennedy and O’Hagan
2001), e o erro de medida € também é independente de ambos os termos.
Isso nos permite especificar a distribuigdo de cada parte da equacdo (3.8),
e entao calcular a distribuicdo da soma das trés componentes. Se todas
as trés partes tém distribuicao gaussiana, a soma terd também distribuicao
gaussiana. Escolhas de distribuigoes para € e § serao especificas para cada
problema individual, mas frequentemente assume-se que os erros de medida
tém média zero e distribuicao gaussiana, usualmente com varidncias repor-

tadas com os dados.
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Noés devemos encontrar a distribuigao de n(é,t) usando o emulador de
componentes principais. Antes de considerar o mapeamento de © para ),
devemos considerar a distribui¢do do emulador nP°(-) de © para YP°. Us-
ando processos gaussianos independentes para modelar o mapeamento do
espago dos inputs para cada dimensao do subespago principal (i.e., nP¢ =
(M, ..., nk%)), nés temos que a distribuigao a priori para n“(-) é

nfc()|ﬁla Ufi27 Ai ~ Gp(gl()v Uz‘QCi('> ))

Se usamos para (3; uma priori uniforme imprépria 7(/3;) x 1, podemos condi-
cionar em Dy, € integrar 3; para achar

17 ()| Dsim, 07, i ~ GP(g; (), 07 ¢t ()

onde
g:(0) = BTh(0) + t(0)"ATH (YT — HP) (3.11)
c(0,0) =c(0,0) —t(O)T AT + (WO —t(@) T A H)(HT A H)™!
x (0T =t A H)T (3.12)

Bi _ (HTA—IH)—IHTA—ly;;?c
t(0) = (c(0,01),...,¢(0,0N))
{Ai}jk = {ci(0;,0k) }je=1,..N
HT = (h(6y),...,h(0N))

assumindo que os regressores, h(-), sdo os mesmos para cada dimensdo.
Aqui, Y?¢ denota a i-ésima coluna da matriz Y?¢, e 6y, ...,0y sdo os pontos
de planejamento D. A reconstrugao para o espago cheio, n°(-) = nP¢(-)V{L +
<I>V2T, tem distribuicao a posteriori

17°(0)| Dsim, 02, X ~ N(g*(0)VL, 02" (0, )V VL + Vo' Vi)

onde g* = (g7,...,95-) e I' = diag(Tp+11n*41,---,npn). O método de
empirical Bayes pode ser usado para os parametros de suavidade fixando-os
nas estimativas de méaxima verossimilhanca. Nés nao integramos o2 ana-
liticamente por razoes de tratabilidade, mas os integramos numericamente
mais tarde usando MCMC.

Kennedy and O’Hagan (2001) recomendam o uso de processos gaussianos

a priori para a funcao de discrepancia §. Enquanto isso é matematicamente
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conveniente, é necessario especificar formas para a funcao de discrepancia
para cada caso separadamente. Se alguma forma nao gaussiana é usada
entao pode ser dificil calcular a funcao de verossimilhanca na Equacao (3.10).
Por clareza, assumimos que d é um processo gaussiano. Usamos um processo
auto-regressivo de ordem um para o termo de discrepancia d; = pds_1 + U
onde U ~ N(0,02). Especificamos distribuigdes a priori para os parametros
desconhecidos p e Ug e fazemos inferéncia usando suas distribuicoes a pos-

teriori. Usamos para p uma priori I'(5,1) truncada no um, e para o7 uma

priori I'(4,0.6)
Se todas as trés partes da equagao (3.8) sdo gaussianas entao podemos
escrever a verossimilhanca dos dados de campo condicional nos parametros:

W(Dﬁeld|psima 027 0> 75)

one 75 sao parametros necessarios para a funcao de discrepancia 6(t). Nés
elicitamos as distribuigoes a priori para 6 e 5 dos pesquisadores e decidimos
nés mesmos as distribuicoes a priori para o (parametros dos emuladores s&o
responsabilidade das pessoas fazendo emulagao). Entao usamos MCMC para
encontrar as distribuicoes a posteriori. E possivel escrever um algoritmo de
Gibbs com Metropolis para acelerar os calculos, mas nao fornecemos os
detalhes aqui.

Figura 3.7 mostra as distribuicoes a priori marginais obtidas da cali-
bragao do modelo de UVic as observagoes de Keeling and Whorf (2005). As
cadeias de Markov tém 1000000 de iteracoes. As primeiras 200000 amostras
foram discartadas como burn-in e as restantes foram tomadas a cada 80000.
Distribuigoes uniformes foram usadas para Q10 e K. (Q10 ~ U[1,4] e K. ~
U[0.25,1.75]), e T'(1.5,6) foram usadas para cada varidncia do emulador o?.
Testes foram feitos para chacar a sensitividade dos resultados a escolha da
distribuicdo a priori, e a andlise foi robusta a mudancas na priori para o2 e
~s, mas nao a mudancas nas prioris para Q19 e K.

Isso usualmente nao é o fim do processo de calibragdo. Os resultados
retornam para os pesquisadores, que podem decidir usa-los para melhorar o
modelo, antes que outra calibracao seja feita. Para detalhes desse problema,
e do algoritmo de Gibbs dentro do Metropolis veja Ricciuto et al. (2010).

3.3 Modelos computacionais estocasticos e inferéncia
sem verossimilhanca

Nas secOes anteriores, nés mostramos como emuladores podem ser usados
para calibrar modelos computacionais deterministicos caros. Mas o que
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fazemos se o modelo é rapido de rodar? Entao, nao parece necessario fazer
o esfor¢co de emular o modelo. Entretanto, a metodologia de emulagao nos
forneceu uma maneira de encontrar um modelo estatistico para o output do
modelo dado seus inputs, permitindo usar inferéncia bayesiana (via MCMC)
para achar a distribuicao a posteriori dos parametros.

Computagcao bayesiana aproximada (ou ABC), é o nome dado a colecao
de algoritmos de Monte Carlo que tém sido desenvolvidos para fazer es-
timagao dos parametros de forma rapida em modelos computacionais quando
somos capazes de simular os modelos. Nessa se¢ao, nds introduzimos essa
nova area de pesquisa estatistica, e descrevemos qual o atual estado da
pesquisa desses algoritmos.

3.3.1 Uma curta introducao a computacao bayesiana apro-
ximada

Abordagens estatisticas para inferéncia em modelos estocasticos tém tradi-
cionalmente se baseado no uso da func¢ao de verossimilhanga P(D | 6). A
abordagem frequentista é baseada na estimacao de maxima verossimilhanca
na qual o objetivo é encontrar § = arg maxg P(D|6), enquanto a abordagem
bayesiana é baseada na distribui¢ao a posteriori 7(6|D) < P(D|0)w(0). Se a
verossimilhanga é desconhecida, ambas abordagens podem ser impossiveis,
e precisaremos fazer inferéncia sem verossimilhanga.

Existe um grande nimero de modelos para os quais a funcao de verossi-
milhanca é desconhecida, mas para as quais é possivel simular conjuntos de
dados do modelo, P(+|6). Técnicas de inferéncia sem verossimilhan¢a que po-
dem ser aplicadas a essas situagoes tém sido desenvolvidas na tltima década
e sao frequentemente chamadas métodos de Computagdo Bayesiana Aproz-
imada (ABC). O primeiro uso das idéias de ABC foi na genética, como de-
senvolvido por Tavaré et al. (1997) e Pritchard et al. (1999). Métodos ABC
se tornaram populares nas ciéncias biolégicas com aplicagoes em genética
(veja, por exemplo, Siegmund et al. (2008); Foll et al. (2008)), epidemiolo-
gia (Tanaka et al. (2006)) e biologia populacional (Ratmann et al. (2007);
Wilkinson and Tavaré (2009); Cornuet et al. (2008)).

O algoritmo bésico é baseado no método da rejeicao, mas tem sido ex-
tendido de vérias maneiras. Marjoram et al. (2003) sugeriu um algoritmo
de MCMC aproximado, Sisson et al. (2007) um método de amostragem por
importancia sequéncial, e Beaumont et al. (2002) sugeriu que a acurécia
pode ser melhorada usando regressao nos outputs. Métodos ABC s&do, como
o nome sugere, aproximados. Entretanto, pode ser mostrado que eles podem
ser considerados como resultando em inferéncia exata, mas sob um modelo
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incorretamente especificado (Wilkinson 2009).

3.3.2 Algoritmo ABC basico

Suponha que temos dados discretos D que assumimos ser do modelo M,
parametrizado por parametro 6 (possivelmente multidimensional), e que 6
tem distribuicao a priori 7(6). Nosso principal objetivo aqui é encontrar a
distribuicao a posteriori do parametro dado os dados:

P(D|6)n(6)

"01D) = =

Para a maioria dos modelos computacionais nao podemos calcular o
termo da verossimilhanca P(D|#) ou a verossimilhanga marginal P(D). Mas
podemos simular conjuntos de dados D do modelo.

O algoritmo mais simples de computacao bayesiana aproximada (Pritchard
et al. 1999) é baseado no algoritmo de rejeigao. Esse foi primeiro mostrado
em von Neumann (1951) e é descrito como:

Algoritmo A: Algoritmo de rejeicao 1
A1l Amostre 6 de 7(+),
A2 Aceite 6 com probabilidade r = P(D|9).

Como acabamos de descrever, esse algoritmo nao é de muita ajuda. Para
a classe de modelos que estamos interessados, a verossimilhanga P(D|#) é
desconhecida. Entretanto, existe uma versao alternativa desse algoritmo que
nao depende explicitamente da verossimilhanca, mas requer que simulemos
do modelo:

Algoritmo B: Algoritmo de rejeicao 2
B1 Amostre 6 de m(-),
B2 Simule dados D’ de P(+]6),
B3 Aceite § se D =1D'".

O algoritmo B pode ser pensado como uma versao mecéanica do teorema
de Bayes. Para ver que esses dois algoritmos resultam numa amostra da
posteriori, note que para I a funcdo indicadora de 6 é aceito (I = 1 se 6 é
aceito, e 0 caso contrario). Entao,
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que resulta em
PO =1) =

como requerido.

A taxa de aceitacdo de ambos algoritmos é a constante de normalizagao
P(I = 1) = P(D). Entao, para obter uma amostra de tamanho n temos que
esperar um periodo de tempo que tem distribuicao binomial negativa, com
parametros n e P(D). O nimero médio de conjuntos de dados que precisare-
mos simular é n(1—P(D))/P(D), que é grande quando P(D) é pequeno. Isso
nos leva a um problema: para problemas complexos a probabilidade que um
conjunto de dados simulados, D’, seja igual aos dados observados, D, sera
muito pequena, e dessa forma Algoritmo B serd extremamente lento.

Uma solugao para esse problema ¢é relaxar a exigéncia de igualdade no
passo B3, e aceitar valores de # quando o dado simulado é ‘préximo’ do
dado real. Para definir ‘préximo’ precisamos de uma métrica p on espago
de estados X, com p(+,-) : X x X — Ry, e uma tolerdncia e. O algoritmo,
nosso primeiro algoritmo de computagao bayesiana aproximada, é dado por:

Algoritmo C: ABC 1
C1 Amostre 6 de 7(-),
C2 Simule dados D’ de P(+|6),

C3 Aceite 0 se p(D,D’) <.

Ao contrario dos algoritmos A e B, algoritmo C nao é exato. Valores
aceitos de 6 nao formam uma amostra da distribuicao a posteriori, mas
sim de alguma distribuicdo que é uma aproximacao para a posteriori. A
acurdcia do algoritmo (medida por alguma medida de distancia) depende de
e de forma nao trivial (cf. Segao 3.3.3). Faga m(#) denotar a distribuigao
dos valores aceitos de § quando usamos tolerancia e. A distribui¢ao de m¢(0)
também depende da escolha da métrica, mas isso nao é feito explicito na
notacao. Se € = 0, entdo somente aceitamos valores gerados de 6 se o dado
simulado é exatamente igual ao dado observado. Nesse caso, Algoritmo C é
equivalente ao Algoritmo B e gera uma amostra da distribuicao a posteriori,
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i.e., mo(0) = 7(0|D) e o algoritmo é exato!l. Se € = oo, todos os valores de
sao aceitos independentemente do dado simulado. Nesse caso, teremos uma
amostra da distribui¢@o a priori, i.e., Too(0) = 7(0).

Note que a aproximagao no passo C3 significa que o algoritmo pode
também ser usado para modelos que simulam dados continuos. Continuare-
mos usando P(D|#) para denotar a verossimilhanca do modelo, apesar de
poder também representar uma funcao de densidade ao invés de probabili-
dade.

A tolerancia € representa um compromisso entre computabilidade e acu-
racia; valores grandes de € significard mais aceitacoes no passo C3 acima e nos
permitird gerar amostras mais rapidamente. Porém, a distribuicao obtida,
me(0), pode ser uma aproximacao pobre para w(6|D). Valores pequenos
de ¢ significardao que nossa aproximacao ¢ mais acurada, mas a taxa de
aceitagdo no passo C3 serd menor e sera necessario um tempo maior para
gerar uma amostra de um dado tamanho. Para escolher um valor de e,
devemos decidir por um equilibrio entre o tempo computacional disponivel
e a acuracia desejada. Se tivermos um grande cluster de computadores
disponivel para uso, seremos capazes de usar um valor menor de ¢ do que
quando temos apenas um desktop.

3.3.3 Exemplo

Agora ilustramos a idéia bédsica com um exemplo da normal para o qual
podemos calcular tudo analiticamente. Isso nos permitird analisar mais de
perto os efeitos do algoritmo ABC. Suponha que Xi, ..., X,, ~ N(u,0?) sdo
uma amostra independente da distribui¢ao normal com variancia conhecida
o2. Por simplicidade suponha que a média u tem distribui¢do uniforme [a, b].
A distribuicao a posteriori de i, dado od dados, pode ser encontrada como:

Z(xl - M)2)
202
n =2
ﬁ(ﬂ —Z)%).
Entao a distribuicao a posteriori de p é uma distribuigoa normal truncada

(truncada fora de [a, b]) com média T e varidncia 02/n. Se a distribuicio a
priori para p é a priori ndo informativa imprépria 7(u) o« 1, u € R, entao a

m(uD) o< lacu<pexp (=

o Ia<p<pexp (—

. . . ~ . . 7 —_ 2
distribui¢ao a posteriori serd p|D ~ Normal(z, Z-).

'Note que estamos assumindo que p(-,-) é uma métrica, entdo p(D,D’) = 0 implica
D = D’. Em geral, isso noda sers verdade, j& que é necessario resumir os dados se este for
de alta dimensao. Nesse caso, p serd uma fungdo de distancia, mas ndo uma métrica. Veja
Segao 3.3.4 para mais detalhes.
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A média dos dados é suficiente para p (cf. Segado 3.3.4 para detalhes
de resumo dos dados) e entdo podemos comparar os conjuntos de dados
comparando suas médias. Podemos assumir sem perda de generalidade que
o dado tem média zero. Usando a métrica da distancia absoluta p(x,x’) =
|x — X| resulta no algoritmo:

e Escolha p da distribuicao a priori,
e Simule X7,..., X! da N(u,o?),
o Aceite p if |7/ — 0] <e.

Figura 3.8 mostra graficos da distribuicao amostral obtida desse algoritmo,
juntamente com as distribuicoes a posteriori verdadeiras para varios valores
de €. As linhas tracejadas sdo as densidades obtidas usando estimativas dos
kernels em 1000 amostragens sucessivas do algoritmo acima. Note que para
valores pequenos de € a aproximacao € excelente, mas para valores grandes
de € uma aproximagao mais dispersa, como esperado.

Para a distribuigdo normal com prioris uniformes, calculo de m(6) é
possivel. Podemos escrever a densidade aproximada numa forma quase
explicita:

(e
ﬂ-e M = n
S I/ e dyd

o) -2 () .

onde ® ¢é a funcao de distribuicao normal padrao. Também podemos calcular
a média e a varidncia da distribuicao aproximada:

[ e @e’#(y*“)QdydM
TR e B gy
ST /g 2o T dpdy
- f; f_oooo @e_ﬁ(y_“)gd,udy
=0
Var(ulp(D. D) < ) = et e ame O Ay o2 Lo

S e T dydy

pelo Teorema de Fubini
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Isso mostra que a estimativa da média a posteriori é nao viciada nesse caso.
Podemos ver também que a variancia a posteriori aproximada cresce de
forma quadrética em €. essa é uma descricao matematica precisa da super-
dispersao de m¢(u) observada acima.

Nés podemos examinar o erro entre a aproximacgao e a distribuicao a
posteriori verdadeira usando expansao de Taylor na Equacao (3.13). Seja

x = —p/\/o?/n e h = ¢/y/o?/n e a expansdo de Taylor para a funcao
gaussiana em torno de x para h pequeno leva a:

€ — , h2(I>// T h3(I)/// T
@(\/(T;Ln):@(x—i—h):qJ(x)—l—hfb(:v)+ 2!()+ 3!()+0(h3)
so that

o) = O(z+h) 2—6@(30 —h)
3
= % (h(I)’(x) + }gcb’”(x)) + o(h?)

Como ®'(z) = ¢(x), i.e., a fungao densidade de probabilidade normal padrao,
podemos ver que a aproximacao de primeira ordem é exata:

7o) = 7(ulD) + o(e).
Usando segunda ordem encontramos

2 2,22 2
ne noe“p 1 ( 7 n> 9

€ = 1— —_— - .
el < o? " ot ) 2102 /n P 202 o)

A distancia total de variagao entre a distribuicao a posteriori e a aproximagcao
é definida por

dry (relp) (D) = 5 [ In(uD)  m(u)] .

Podemos calcular

2
1 [ 02242 ne?| exp(—'LR)
@wwwmwwmnz/ W ne’) S ag7)
2 ) | ot o? | \/2n02/n

2 [e%s) 2

— 2

n62/ |:c2 1‘exp( x*/ )dac
20° J_ v 2T
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2 €2
= \/;GXP(—l/z)Ug/n

Entao, a distancia total de variacdo entre as duas distribuigoes é aproxi-

madamente

Cn62

o2

+ 0(62)

onde ¢ = y/2/mexp(—1/2) ~ 1/2. Entao, para um dado tamanho do erro,
o valor de tolerancia que temos que usar depende do tamanho da variancia
a posteriori o2 /n. Para pequenas variancias a posteriori, devemos usar um
valor menor de €, enquanto que para valores grandes da variancia podemos
usar valores grandes de e.

3.3.4 Resumo dos dados

Para problemas com muitos conjuntos de dados com alta dimensao, o Algo-
ritmo C serd impraticavel, ja que o dado simulado nunca serd muito préximo
dos dados observados. A abordagem padrao para reduzir o nimero de di-
mensoes é usar estatisticas resumo (possivemente multidimensionais), di-
gamos S(D), as quais devem resumir as partes importantes dos dados. Entao
adaptamos Algoritmo C de forma que valores do parametro sao aceitos se a
estatistica resumo estd ‘perto’ o suficiente do resumo para os dados reais.

Algoritmo D: ABC 2
D1 Amostre 6 de 7 (-),
D2 Simule dados D’ de P(-|0),

D3 Aceite 6 se p(S(D),S(D')) <e.

A estatistica S(D) é chamada uma estatistica suficiente para 6 se e somente
se m(0|D) = w(0|S(D)), i.e., se a distribui¢ao condicional de 6 dado o resumo
é igual a distribuicdo a posteriori 2. A idéia é que se S(D) é conhecido, entao
o conjunto de dados completo, D, nao ira fornecer nenhuma informacao extra
sobre 6.

2Essa é a definicdo bayesiana de suficiencia. Uma definicdo equivalente é que S é
suficiente se e somente se a distribui¢do condicional de D dado S(D) ndo depende de 6.
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Se uma estatistica suficiente estd disponivel, entao Algoritmo D é essen-
cialmente o mesmo que Algoritmo C (no exemplo da distribui¢ao normal
acima, nés usamos Algoritmo D). Porém, para problemas onde ambas a dis-
tribuigdo a posteriori e a funcao de verossimilhanga sao desconhecidas, nao
serd possivel, em geral, determinar se uma estaistica é suficiente. Ao invés
disso, fica a cargo da intuicao e experiéncia do pesquisador achar uma es-
tatistica resumo que funcione bem e capture os principais aspectos do dado.
Para problemas dificeis, pode ser o caso de usar tentativa e erro, ao invés
de seguir determinada estratégia.

3.3.5 Vantagens do ABC

As técnicas de computacao bayesiana aproximada listadas aqui e em outros
referéncias potencialmente tém vantagens sobre outras técnicas de Monte
Carlo. Nessa secao listamos algumas dessas vantagens.

A primeira coisa a ser notada é que se a funcao de verossimilhanca nao
estd disponivel ou é muito cara de calcular nao seremos capazes de usar os
métodos tradicionais de Monte Carlo. Entretanto, mesmo que a verossimi-
lhanca seja conhecida, os métodos ABC podem ser tteis como um primeiro
passo no processo de inferéncia.

Muitas das técnicas de Monte Carlo podem ser dificeis de programar e
ainda dependem de afinagoes, e em geral requerem extensivo conhecimento
estatistico para serem usados efetivamente. Algoritmos de Monte Carlo via
Cadeias de Markov por exemplo, tém varias dificuldades associadas: a cadeia
pode nao convergir, podem haver muitos parametros para serem ajustados
de forma a controlar a mistura das cadeias, e o output recebido é depen-
dente. A necessidade de ajustar tantos fatores significa que usar MCMC leva
em geral bastante tempo ji que a cada mudanca no modelo, esses fatores
precisam ser revistos para obtengao de resultados satisfatérios. Por outro
lado, os métodos ABC néo precisam ser reajustados apds mudangas no mo-
delo, o que significa que pode ser usado nos estdgios de desenvolvimento do
modelo quando ele ainda passa por mudancas 3. Outra vantagem do ABC
sobre o MCMC é que ABC pode rodar em paralelo em varias maquinas sem
nenhuma consideragao especial.

Os métodos ABC também permitem o uso de tipos diferentes de dados,

30s algoritmos ABC requerem algumas afinacdes j que temos que escolher uma métrica
e um valor para e. Porém, isso pode ser feito depois das simulagdes terem sido rodadas.
Se salvamos todos os outputs das simulagoes, podemos fazer um processamento posterior
do dado tentando varios valores de € e p. Isso nos permite escolher valores étimos com
um minimo de computagao.
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até mesmo aqueles com estrutura de dependéncia complexa. Em muitos
campos tais como epidemiologia, genética de populacoes e biologia evolu-
ciondria, existe uma estrutura nao observada de arvore, que leva a de-
pendéncias complexas nos dados. Combinar diferentes tipos de dados é sim-
ples quando usamos ABC e é feito mudando a métrica usada. Finalmente,
a taxa de aceitagao dos algoritmos ABC fornecem uma medida natural de
ajuste do modelo que pode ser usada para estimar Fatores de Bayes que
podem entao ser usados na selecao de modelos.

3.3.6 Desvantagens e problemas

Os métodos ABC estao apenas comegando. Existem muitas questoes técnicas
que ainda precisam ser respondidas. Por exemplo, atualmente nao sabe-se
quao acurada é a aproximagao 7.(#), ou como a acurdcia depende na escolha
da métrica e de e. Outro problema é que se o resumo dos dados precisam ser
usados, precisamos confiar na intuicao do pesquisador para a escolha de uma
boa estatistica resumo. Idealmente, alguma nogao de suficiéncia aproximada
é necesséria juntamente com uma maneira metdédica de achar resumos que
sao proximo de suficientes e que capturam as partes importantes dos dados.

Porém, mesmo que essas duas questoes técnicas sejam resolvidas sa-
tisfatoriamente, algumas disvantagens do ABC ainda permanecem. A mais
séria delas, como apontado por Sisson (2007), é que devido a amostragem
da distribuicao a priori em cada rodada, esses algoritmos em geral sao
lentos quando comparados com técnicas de MCMC, especialmente quando
o numero de parametros cresce. Marjoram et al. (2003) tentou resolver essa
questao com um algoritmo de MCMC aproximado, e em Wilkinson (2007)
foi mostrado como MCMC e ABC podem ser combinados para problemas
onde alguma computacao é possivel. A metodologia mais promissora em ter-
mos de eficiéncia parece ser a nova onda de filtro de particulas baseadas na
distribuigao a priori e entao filtrada através de sucessivas aplicacoes do algo-
ritmo ABC reduzindo a tolerancia € a cada rodada até um nivel satisfatério
ser obtido.
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Figura 3.5: Média preditiva do emulador gaussiano construido com (a) o
dado de treinamento original; (b) o dado de treinamento atualizado; (c)
todas as observagoes como dado de treinamento; (d) Exemplo em duas di-
mensoes no espago dos inputs. Dados de treinamento (e) e dados de val-
idacao (A).
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Figura 3.6: Rede de crangas Bayesiana mostrando as dependéncias entre as
diferentes componentes no modelo estatistico. Note que a realidade separa a,

predigao do modelo 7(0) das observagoes Dgelq € da discrepancia do modelo
. Veja Pearl (2000) para uma introducao em rede de crangas Bayesiana.
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Figura 3.7: Distribuicao a posteriori marginal para dois dos parametros de
calibragao, Q19 e K., no modelo climatico de UVic. Os dois gréaficos na
diagonal principal mostram os graficos individuais marginais. O gréafico a
esquerda e abaixo mostra a distribuicao marginal dois a dois, e o grafico
acima e a direita mostra a posteriori da correlacao entre Q19 and K.



3.3. MODELOS COMPUTACIONAIS ESTOCASTICOS 7

epsilon=0.1 epsilon=0.5
N N
- 7] - 7
«© _| «© _|
> © > ©
E2 E2
c — c —
[} [}
© ©
< ] < ]
o o
o | o | N
° T T T T ° T T T T
-10 -5 0 5 10 -10 -5 0 5 10
mu mu
epsilon=1 epsilon=5
N [9V}
- 7 - 7
[ee) [ee)
> o > o
Z Z
c — c —
(] (]
© ©
< <
o o
o | o | " - -~ ~
° T T T T ° T T T T
-10 -5 0 5 10 -10 -5 0 5 10
mu mu

Figura 3.8: Gréficos das distribuigbes a posteriori verdadeiras para p (linha
cheia), e estimativa ABC usando 1000 amostras (linha tracejada). O valor
de 0% =1 foi usado para os quatro graficos.



78

CAPITULO 3. TOPICOS AVANCADOS



Bibliografia

Bastos, L. S. and O’Hagan, A. (2009), “Diagnostics for Gaussian process
emulators,” Technometrics, 51, 439-451.

Bates, R., Buck, R., Riccomagno, E., and Wynn, H. (1996), “Experimental
design and observation for large systems,” Journal of the Royal Statistical
Society B, 58, 77-94.

Bates, R., Riccomagno, E., Schwabe, R., and Wynn, H. (1998), “The use
of lattices in the design of high-dimensional experiments,” IMS Lecture
Notes, 34, 26-35.

Bayarri, M. J., Berger, J., Paulo, R., Sacks, J., Cafeo, J. A., Cavendish, J.,
Lin, C. H., and Tu, J. (2007), “A Framework for validation of computer
models,” Technometrics, 49, 138-154.

Beaumont, M. A., Zhang, W., and Balding, D. J. (2002), “Approximate
Bayesian Computatation in Population Genetics,” Genetics, 162, 2025—
2035.

Benson, A. J., Frenk, P. C. S.; Baugh, C. M., Cole, S., and Lacey, C. G.
(2001), “The clustering evolution of the galaxy distribution,” Monthly
Notices of the Royal Astronomical Society.

Chapman, W. L., Welch, W. J., Bowman, K. P.; Sacks, J., and Walsh, J. E.
(1994), “Arctic Sea Ice Variability: Model Sensitivities and a Multidecadal
Simulation,” Journal of Geophysical Research, 99, 919-935.

Conti, S. and O’Hagan, A. (to appear 2010), “Bayesian Emulation of Com-
plex Multi-Output and Dynamic Computer Models,” Journal of Statistical
Planning and Inference.

Cornuet, J. M., Santos, F., Beaumont, M. A., Robert, C. P., Marin, J. M.,
Balding, D. J., Guillemaud, T., and Estoup, A. (2008), “Inferring popu-

79



80 BIBLIOGRAFIA

lation history with DIY ABC: a user-friendly approach to Approximate
Bayesian Computation,” Bioinformatics, 24, 2713-2719.

Cressie, N. (1993), Statistics for Spatial Data, New York: J. Wiley.

Currin, C., Mitchell, T., Morris, M., and Ylvisaker, D. (1988), “A Bayesian
Approach to the Design and Analysis of Computer Experiments,” Tech.
Rep. ORNL-6498, Oak Ridge National Laboratory.

— (1991), “Bayesian Prediction of Deterministic Functions, with Applica-
tions to the Design and Analysis of Computer Experiments,” Journal of
the American Statistical Association, 86, 953-963.

Foll, M., Beaumont, M. A., and Gaggiotti, O. (2008), “An approximate
Bayesian computation approach to overcome biases that arise when us-

ing amplified fragment length polymorphism markers to study population
structure,” Genetics, 179, 927-939.

Galanti, S. and Jung, A. (1997), “Low-Discrepancy Sequences: Monte Carlo
Simulation of Option Prices,” Journal of Derivatives, 63—83.

Garthwaite, P. H., Kadane, J. B., and O’Hagan, A. (2005), “Statistical
methods for eliciting probability distributions,” Journal of the American
Statistical Association, 100, 680-701.

Goldstein, M. and Rougier, J. (2009), “Reified Bayesian modelling and infer-
ence for physical systems,” Journal of Statistical Planning and Inference,
139, 1221-1239.

Golub, G. H. and van Loan, C. F. (1996), Matriz computations, Baltimore:
Johns Hopkins University Press, 3rd ed.

Haylock, R. G. and O’Hagan, A. (1996), “On Inference for Outputs of Com-
putationally Expensive Algorithms with Uncertainty on the Inputs,” in
Bayesian Statistics 5, ed. et al, J. M. B., Oxford University Press, pp.
629-637.

Higdon, D., Gattiker, J., Williams, B., and Rightley, M. (2008), “Computer
model calibration using high-dimensional output,” Journal of the Ameri-
can Statistical Association, 103, 570-583.

Hills, R. G. and Trucano, T. G. (1999), “Statistical Validation of Engineering
and Scientific Models: Background,” Tech. Rep. SAND99-1256, Sandia
National Laboratory.



BIBLIOGRAFIA 81

— (2001), “Statistical Validation of Engineering and Scientific Models: A
Maximum Likelihood Based Metric,” Tech. Rep. SAND2001-1783, Sandia
National Laboratory.

Houseman, E. A., Ryan, L. M., and Coull, B. A. (2004), “Cholesky Residu-
als for Assessing Normal Errors in a Linear Model With Correlated Out-
comes,” Journal of the American Statistical Association, 99, 383-394.

Jolliffe, I. T. (2002), Principal Component Analysis, Springer, 2nd ed.

Keeling, C. D. and Whorf, T. P. (2005), “Atmospheric COy records from
sites in the SIO air sampling network,” Tech. rep., Carbon Dioxide In-
formation Analysis Center, Oak Ridge National Laboratory, U.S. Depart-
ment of Energy, Tenn., U.S.A.

Kennedy, M. C. and O’Hagan, A. (2001), “A Bayesian calibration of com-
puter models (with discussion),” Journal of the Royal Statistical Society
B, 63, 425-464.

Kimeldorf, G. S. and Wahba, G. (1970), “A correspondence between
Bayesian estimation on stochastic processes and smoothing by splines,”
The Annals of Mathematical Statistics, 41, 495-502.

Lindley, D. V. (1980), “Approximate Bayesian Methods,” in Bayesian
Statistics, eds. Bernardo, J. M., DeGroot, M. H., Lindley, D. V., and
Smith, A. F. M., Valencia: Univ. Press, pp. 223-237.

Loeppky, J. L., Sacks, J., and Welch, W. J. (2009), “Choosing the Sample
Size of a Computer Experiment: A Practical Guide,” Technometrics, 51,
366-376.

Marjoram, P., Molitor, J., Plagnol, V., and Tavaré, S. (2003), “Markov
Chain Monte Carlo without likelihoods,” Proc. Natl. Acad. Sci. USA,
100, 15324-15328.

McGrattan, K. B., Hostikka, S., and Floyd, J. E. (2007), “Fire Dynamics
Simulator (Version 5), User’s Guide,” Nist special publication 1019-5,

National Institute of Standards and Technology, Gaithersburg, Maryland,
USA.

McKay, M. D., Beckman, R. J., and Conover, W. J. (1979), “A Comparison
of Three Methods for Selecting Values of Input Variables in the Analysis
of Output from a Computer Code,” Technometrics, 21, 239-245.



82 BIBLIOGRAFIA

Meissner, K. J., Weaver, A. J., Matthews, H. D., and Cox, P. M. (2003),
“The role of land surface dynamics in glacial inception: a study with the
UVic Earth System Model,” Climate Dynamics, 21, 515-537.

Morris, M. D. and Mitchell, T. J. (1997), “Exploratory designs for computer
experiments,” Journal of Statistical Planinning and Inference, 43.

Murphy, J. M., Booth, B. B. B., Collins, M., Harris, G. R., Sexton, D. M. H.,
and Webb, M. J. (2007), “A methodology for probabilitic predictions of
regional climate change from perturbed physics ensembles,” Philosophical
Transactions of the Royal Society A, 1993—-2028.

Neiderreiter, H. (1992), Random Number Generation and Quasi-Monte
Carlo Methods, Philadelphia: SATM.

Oakley, J. E. and O’Hagan, A. (2002), “Bayesian inference for the uncer-
tainty distribution of computer model outputs,” Biometrika, 89, 769-784.

— (2004), “Probabilistic sensitivity analysis of complex models: a Bayesian
approach,” Journal of the Royal Statistical Society B, 66, 751-769.

O’Hagan, A. (1978), “Curve fitting and optimal design for predictions,”
Journal of the Royal Statistical Society B, 40, 1-42.

— (1998), “A Markov property for covariance structures,” Tech. Rep. 98-13,
Nottingham University Statistics.

O’Hagan, A., Buck, C. E., Daneshkhah, A., Eiser, J. R., Garthwaite, P. H.,
Jenkinson, D. J., Oakley, J. E., and Rakow, T. (2006), Uncertain Judge-
ments: Eliciting Experts’ Probabilities, Wiley.

O’Hagan, A. and Haylock, R. G. (1997), Bayesian uncertainty analysis and
radiological protection, Wiley: Chichester, pp. 109-128.

O’Hagan, A., Kennedy, M. C., and Oakley, J. E. (1998), “Uncertainty Anal-
ysis and other Inference Tools for Computer Codes,” in Bayesian Statistics
6, eds. Bernardo, J. M., Berger, J. O., Dawid, A. P., and Smith, A. F. M.,
Oxford University, pp. 503-524.

Paulo, R. (2005), “Default priors for Gaussian processes,” The Annals of
Statistics, 33, 556—582.

Pearl, J. (2000), Causality: Models, Reasoning, and Inference, Cambridge
University Press.



BIBLIOGRAFIA 83

Pritchard, J. K., Seielstad, M., Perez-Lezaun, A., and Feldman, M. W.
(1999), “Population Growth of Human Y Chromosomes: A Study of Y

Chromosome Microsatellites,” Molecular Biology and Evolution, 16, 1791—
1798.

Randall, D. A., Wood, R. A., Bony, S., Colman, R., Fichefet, T., Fyfe, J.,
Kattsov, V., Pitman, A., Shukla, J., Srinivasan, J., Stouffer, R. J., Sumi,
A., and Taylor, K. E. (2007), “Climate Models and Their Evaluation,”
in Climate Change 2007: the Physical Science Basis, eds. Solomon, S.,
Qin, D., Manning, M., Marquis, M., Averyt, K., Tignor, M., Miller, H.,
and Zhenlin, C., Cambridge, United Kingdom and New York, NY, USA.:
Cambridge University Press.

Rasmussen, C. E. and Willians, C. K. I. (2006), Gaussian Processes for
Machine Learning, The MIT Press.

Ratmann, O., Jorgensen, O., Hinkley, T., Stumpf, M., Richardson, S., and
Wiuf, C. (2007), “Using Likelihood-Free Inference to Compare Evolution-
ary Dynamics of the Protein Networks of H. pylori and P. falciparum,”
PLos Comput. Biol., 3, 2266—2276.

Ricciuto, D., Tonkonojenkov, R., Urban, N., Wilkinson, R., Matthews, D.,
Davis, K., and Keller, K. (2010), “Assimilation of global carbon cycle
observations into an Earth system model to estimate uncertain terrestrial
carbon cycle parameters,” Global Biogeochemical Cycles, To appear.

Rougier, J. (2008), “Efficient Emulators for Multivariate Deterministic Func-
tions,” Journal of Computational and Graphical Statistics, 17, 827-843.

Rougier, J., Guillas, S., Maute, A., and Richmond, A. D. (2009), “Expert
Knowledge and Multivariate Emulation: The Thermosphere-Ionosphere
Electrodynamics General Circulation Model (TIE-GCM),” Technomet-
rics, 51, 414-424.

Sacks, J., Schiller, S. B., and Welch, W. J. (1989a), “Designs for Computer
Experiments,” Technometrics, 31, 41-47.

Sacks, J., Welch, W. J., Mitchell, T. J., and Wynn, H. P. (1989b), “Design
and Analysis of Computer Experiments,” Statistical Science, 4, 409-423.

Saltelli, A., Chan, K., and Scott, M. (eds.) (2000), Sensitivity Analysis, New
York, USA: Wiley.



84 BIBLIOGRAFIA

Saltelli, A., Ratto, M., Andres, T., Campolongo, F., Cariboni, J., Gatelli, D.,
Saisana, M., and Tarantola, S. (eds.) (2008), Global Sensitivity Analysis:
The Primer, John Wiley and Sons.

Santner, T. J., Williams, B. J., and Notz, W. 1. (2003), The Design and
Analysis of Computer Experiments, New York: Springer-Verlag.

Siegmund, K. D., Marjoram, P., and Shibata, D. (2008), “Modeling DNA
methylation in a population of cancer cells,” Stat. Appl. Genet. Mo. B.,
7, article 18.

Sisson, S. A. (2007), “Genetics and stochastic simulation do mix!” The
American Statistician, 61, 112-119.

Sisson, S. A., Fan, Y., and Tanaka, M. M. (2007), “Sequential Monte Carlo
without Likelihoods,” Proc. Natl. Acad. Sci. USA, 104, 1760-1765.

Stein, M. (1987), “Large Sample Properties of Simulations Using Latin Hy-
percube Sampling,” Technometrics, 29, 143-151.

Tanaka, M. M., Francis, A. R., Luciani, F., and Sisson, S. A. (2006), “Using
approximate Bayesian computation to estimate tuberculosis transmission
parameters from genotype data,” Genetics, 173, 1511-1520.

Tavaré, S., Balding, D. J., Griffiths, R. C., and Donnelly, P. (1997), “In-
ferring coalescence times for molecular sequence data,” Genetics, 145,
505-518.

von Neumann, J. (1951), “Various Techniques used in Connection with Ran-
dom Digits,” National Bureau of Standards Applied Mathematics Series,
12, 36-38.

Wackernagel, H. (1995), Multivariate Geostatistics, Springer.

Wilkinson, R. D. (2007), “Bayesian inference of primate divergence times,”
Ph.D. thesis, University of Cambridge.

— (2009), “Approximate Bayesian computation gives exact results under
the assumption of model error,” Submitted.

— (2010), Bayesian calibration of expensive multivariate computer experi-
ments, Wiley, p. To appear.



BIBLIOGRAFIA 85

Wilkinson, R. D. and Tavaré, S. (2009), “Estimating primate divergence
times by using conditioned birth-and-death processes,” Theor. Popul.
Biol., 75, 278-285.

Zickfeld, K., Slawig, T., and Rahmstorf, S. (2004), “A low-order model for
the response of the Atlantic thermohaline circulation to climate change,”
Ocean Dynamics, 54, 8-26.



